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使用するデータ： iris

Sepal.Length Sepal.Width Petal.Length Petal.Width Species

5.1 3.5 1.4 0.2 setosa

4.9 3.0 1.4 0.2 setosa

4.7 3.2 1.3 0.2 setosa

4.6 3.1 1.5 0.2 setosa

5.0 3.6 1.4 0.2 setosa

5.4 3.9 1.7 0.4 setosa

4.6 3.4 1.4 0.3 setosa

・・・ ・・・ ・・・ ・・・ ・・・

Graphic by (c)Tomo.Yun (http://www.yunphoto.net)

• フィッシャーが判別分析法を紹介するために利用したアヤメの品種分類
（Species：setosa、versicolor、virginica）に関するデータ
⇒ 以下の 4 変数を説明変数としてアヤメの種類を判別しようとした

• アヤメのがくの長さ（Sepal.Length）

• アヤメのがくの幅 （Sepal.Width）

• アヤメの花弁の長さ（Petal.Length）

• アヤメの花弁の幅 （Petal.Width）



パッケージとデータの読み込み
# install.packages("ggplot2", dep=T)

# install.packages("dplyr",   dep=T)

# install.packages("caret",   dep=T)

# install.packages("GGally",  dep=T)

library(ggplot2)

library(GGally)

library(dplyr)

library(caret)

> ir <- iris

> head(ir, n=3)

Sepal.Length Sepal.Width Petal.Length Petal.Width Species

1          5.1         3.5          1.4         0.2  setosa

2          4.9         3.0          1.4         0.2  setosa

3          4.7         3.2          1.3         0.2  setosa
4



メニュー

• データの読み込み

• データの要約

• データの前処理

• データの分割

• モデルの Training と Tuning

• 種々の機械学習手法へのリンク先

• XGBoost

5



要約統計量
• Sepal.Length の要約を、Species ごとに行う

6

> aggregate(ir$Sepal.Length, list(Group=ir$Species), summary)

Group x.Min. x.1st Qu. x.Median x.Mean x.3rd Qu. x.Max.

1     setosa 4.300     4.800    5.000  5.006     5.200  5.800

2 versicolor  4.900     5.600    5.900  5.936     6.300  7.000

3  virginica  4.900     6.225    6.500  6.588     6.900  7.900

> summarise(group_by(ir, Species), M=mean(Sepal.Length),

+           SD=sd(Sepal.Length))

# A tibble: 3 x 3

Species        M    SD

<fct>      <dbl> <dbl>

1 setosa 5.01 0.352

2 versicolor  5.94 0.516

3 virginica   6.59 0.636



ヒストグラムと密度推定
• Sepal.Length の分布を、Species ごとに描く

7

> ggally_facethist(ir, mapping=ggplot2::aes(x=Sepal.Length, y=Species))

> ggally_facetdensity(ir, mapping=ggplot2::aes(x=Sepal.Length, y=Species))



散布図行列 + 相関係数

8

> ggscatmat(ir[,1:4])



散布図行列 + 相関係数
> ggpairs(ir[,1:4], columns=1:4, title="",

+   axisLabels="show", columnLabels=colnames(ir[,1:4]))
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散布図行列 + 相関係数
> ggpairs(iris, aes_string(color="Species"))



相関行列
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> ggcorr(ir[,1:4], label=T, label_round=2)
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ダミー変数の作成

• 関数 dummyVars() の引数 full=T で、第1カテゴリのダミー変数を作成
しない（ランク落ちしない）

13

> dums <- dummyVars(~ ., data=ir, full=T)

> ir_d <- predict(dums, newdata=ir)

> head(ir_d)

Sepal.Length Sepal.Width Petal.Length Petal.Width Species.versicolor Species.virginica

1          5.1         3.5          1.4         0.2                  0                 0

2          4.9         3.0          1.4         0.2                  0                 0

3          4.7         3.2          1.3         0.2                  0                 0

4          4.6         3.1          1.5         0.2                  0                 0

5          5.0         3.6          1.4         0.2                  0                 0

6          5.4         3.9          1.7         0.4                  0                 0



Scaling and Centering

• 関数 preProcess() は、デフォルトで method=c("center","scale") と
なっているので、実は明示的に指定する必要はない

14

> temp  <- preProcess(ir, method=c("center","scale"))

> ir_sc <- predict(temp, ir)

> summary(ir_sc)

Sepal.Length Sepal.Width Petal.Length Petal.Width Species  

Min.   :-1.86378   Min.   :-2.4258   Min.   :-1.5623   Min.   :-1.4422   setosa :50  

1st Qu.:-0.89767   1st Qu.:-0.5904   1st Qu.:-1.2225   1st Qu.:-1.1799   versicolor:50  

Median :-0.05233   Median :-0.1315   Median : 0.3354   Median : 0.1321   virginica :50  

Mean   : 0.00000   Mean   : 0.0000   Mean   : 0.0000   Mean   : 0.0000                  

3rd Qu.: 0.67225   3rd Qu.: 0.5567   3rd Qu.: 0.7602   3rd Qu.: 0.7880                  

Max.   : 2.48370   Max.   : 3.0805   Max.   : 1.7799   Max.   : 1.7064                  

> for (i in 1:4) print(sd(ir_sc[,i])) # 標準偏差の確認

[1] 1

[1] 1

[1] 1

[1] 1



主成分分析（PCA）
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> pca <- prcomp(ir[,1:4], scale=T) # scale=Tで標準化

> evec <- pca$rotation # 固有ベクトル

> eval <- (pca$sdev)^2     # 固有値＝主成分得点の不偏分散

> eval / sum(eval)         # 寄与率

[1] 0.729624454 0.228507618 0.036689219 0.005178709

> cumsum(eval) / sum(eval) # 累積寄与率

[1] 0.7296245 0.9581321 0.9948213 1.0000000

> summary(pca)             # 主成分得点のSD、寄与率、累積寄与率

PC1    PC2     PC3     PC4

Standard deviation     1.7084 0.9560 0.38309 0.14393

Proportion of Variance 0.7296 0.2285 0.03669 0.00518

Cumulative Proportion  0.7296 0.9581 0.99482 1.00000



主成分分析（PCA）

• 標準化（Scaling and Centering）した後のデータで PCA をすることは、
相関行列に対して固有値分解をすることと同じ

16

> eigen( cor(ir[,1:4]) )

eigen() decomposition

$values

[1] 2.91849782 0.91403047 0.14675688 0.02071484

$vectors

[,1]        [,2]       [,3]       [,4]

[1,]  0.5210659 -0.37741762  0.7195664  0.2612863

[2,] -0.2693474 -0.92329566 -0.2443818 -0.1235096

[3,]  0.5804131 -0.02449161 -0.1421264 -0.8014492

[4,]  0.5648565 -0.06694199 -0.6342727  0.5235971



主成分分析（PCA）：Biplot

17

> biplot(pca)



欠測値に関する処理

18

> # 欠測値を含む行を削除

> na.omit(ir)

Sepal.Length Sepal.Width Petal.Length Petal.Width Species

1            5.1         3.5          1.4         0.2     setosa

2            4.9         3.0          1.4         0.2     setosa

3            4.7         3.2          1.3         0.2     setosa

... ... ... ... ... ... ... ... ... ... ... ... ... ... ... ... 

> # 欠測値があるかどうかチェック

> is.na(ir$Sepal.Length)

[1] FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE

... ... ... ... ... ... ... ... ... ... ... ... ... ... ... ... ... ... ... ... ... ... ... ... ...

> # 欠測値があるかどうかチェック：1以上であれば欠測値を含む

> sum(is.na(ir$Sepal.Length))

[1] 0
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学習用データとテストデータに分割
• 関数 createDataPartition(データフレーム名$応答変数, p=学習用データ

の割合) にて、学習用データに使用するための行番号が取得できる

• 他にも関数 createFolds()、createMultiFolds()、createTimeSlices()、
groupKFold()、createResample() がある

20

> set.seed(777)

> trID <- createDataPartition(ir$Species, p=0.7, list=F)

> head(trID)

Resample1

[1,]         1

[2,]         2

[3,]         4

[4,]         6

[5,]         8

[6,]         9

> train <- iris[ trID,] # 学習用データ

> test  <- iris[-trID,] # テストデータ
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モデルパラメータの Tuning 手順

22

モデルに使用するパラメータの候補を決める

各パラメータに対して

Resampling
(K-fold CV等) 

モデルへの
当てはめ

予測精度計算
（Accuracy等）

結果のまとめ、最終パラメータの決定

最終パラメータを用いたモデル（最終モデル）にて
予測（ある条件下や全データを用いて当てはめ等）

必要に応じてデータの前処理（PCA等）



予測精度の指標

Positive Negative

Positive True Pos. (TP) False Neg. (FN)

Negative False Pos. (FP) True Neg. (TN)
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実
際

の
カ

テ
ゴ

リ 予測されたカテゴリ

• Accuracy = (TP+TN) / (TP+FN+FP+TN)

• Error = 1 – Accuracy

• True positive rate (TPR) = Recall = TP / (TP+FN)

• False positive rate (FPR) = FP / (FP+TN)

• Precision = TP / (TP+FP)

• ROC 曲線の AUC = 横軸 FPR、縦軸 TPR とした曲線の AUC

• Kappa 係数 = (Accuracy – Pe) / (1-Pe)
• 期待一致率 Pe = {(TP+FN)(TP+FP) + (TN+FN)(TN+FP)} / (TP+FN+FP+TN)2

= (偶然 True と一致する確率) + (偶然 False と一致する確率)

• F1 = 2 * (Precision * Recall) / (Precision + Recall)



使用する手法：Stochastic Gradient Boosting 
• GBM（Stochastic Gradient Boosting の一般化手法） を使用する

24

> set.seed(777)

> fit0 <- train(Species ~ ., data=train, method="gbm", verbose=F)

> fit0

Stochastic Gradient Boosting 

105 samples     4 predictor

3 classes: 'setosa', 'versicolor', 'virginica' 

No pre-processing

Resampling: Bootstrapped (25 reps) 

Summary of sample sizes: 105, 105, 105, 105, 105, 105, ... 

Resampling results across tuning parameters:

interaction.depth n.trees Accuracy   Kappa    

1                   50      0.9484685  0.9211192

1                  100      0.9505008  0.9241035

1                  150      0.9472736  0.9191511

2                   50      0.9439057  0.9142006

2                  100      0.9412111  0.9098652

2                  150      0.9334298  0.8980454

3                   50      0.9471300  0.9190297

3                  100      0.9415442  0.9105009

3                  150      0.9423930  0.9118830

Tuning parameter 'shrinkage' was held constant at a value of 0.1

Tuning parameter 'n.minobsinnode' was held constant at a value of 10

Accuracy was used to select the optimal model using the largest value.

The final values used for the model were n.trees = 100, 
interaction.depth = 1, shrinkage =  0.1 and n.minobsinnode = 10.



Resampling にて Parameter Tuning：
Repeated K-fold cross-validation

25

> # 5-fold CV, Repeated 5 times

> fitControl <- trainControl(method="repeatedcv", number=5, repeats=5)

> fit1 <- train(Species ~ ., data=train, method="gbm", verbose=F,

+               trControl=fitControl)

> fit1

Stochastic Gradient Boosting 

105 samples     4 predictor

3 classes: 'setosa', 'versicolor', 'virginica' 

No pre-processing

Resampling: Cross-Validated (5 fold, repeated 5 times) 

Summary of sample sizes: 84, 84, 84, 84, 84, 84, ... 

Resampling results across tuning parameters:

interaction.depth n.trees Accuracy   Kappa    

1                   50      0.9580952  0.9371429

1                  100      0.9580952  0.9371429

1                  150      0.9600000  0.9400000

2                   50      0.9523810  0.9285714

2                  100      0.9485714  0.9228571

2                  150      0.9523810  0.9285714

3                   50      0.9561905  0.9342857

3                  100      0.9504762  0.9257143

3                  150      0.9504762  0.9257143

Tuning parameter 'shrinkage' was held constant at a value of 0.1

Tuning parameter 'n.minobsinnode' was held constant at a value of 10

Accuracy was used to select the optimal model using the largest value.

The final values used for the model were n.trees = 150, 

interaction.depth = 1, shrinkage = 0.1 and n.minobsinnode = 10.



Parameter Tuning with Pre-processing
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> fit2 <- train(Species ~ ., data=train, method="gbm", verbose=F,

+               trControl=fitControl, preProc=c("center", "scale"))

> fit2

Stochastic Gradient Boosting 

105 samples    4 predictor

3 classes: 'setosa', 'versicolor', 'virginica' 

Pre-processing: centered (4), scaled (4) 

Resampling: Cross-Validated (5 fold, repeated 5 times) 

Summary of sample sizes: 84, 84, 84, 84, 84, 84, ... 

Resampling results across tuning parameters:

interaction.depth n.trees Accuracy   Kappa    

1                   50      0.9504762  0.9257143

1                  100      0.9561905  0.9342857

1                  150      0.9561905  0.9342857

2                   50      0.9504762  0.9257143

2                  100      0.9504762  0.9257143

2                  150      0.9504762  0.9257143

3                   50      0.9580952  0.9371429

3                  100      0.9542857  0.9314286

3                  150      0.9523810  0.9285714

Tuning parameter 'shrinkage' was held constant at a value of 0.1

Tuning parameter 'n.minobsinnode' was held constant at a value of 10

Accuracy was used to select the optimal model using the largest value.

The final values used for the model were n.trees = 50, interaction.depth = 3, 
shrinkage = 0.1 and n.minobsinnode = 10.



Parameter Tuning with Grid Search

27

> grid <- expand.grid(interaction.depth=c(1, 5, 9), n.trees=(1:30)*50, 

+                     shrinkage=0.1, n.minobsinnode=20)

> fit3 <- train(Species ~ ., data=train, method="gbm", verbose=F,

+               trControl=fitControl, tuneGrid=grid)

> fit3

Stochastic Gradient Boosting 

105 samples    4 predictor

3 classes: 'setosa', 'versicolor', 'virginica' 

No pre-processing

Resampling: Cross-Validated (5 fold, repeated 5 times) 

Summary of sample sizes: 84, 84, 84, 84, 84, 84, ... 

Resampling results across tuning parameters:

interaction.depth n.trees Accuracy   Kappa    

1                    50     0.8685714  0.8028571

1                   100     0.8876190  0.8314286

1                   150     0.9047619  0.8571429

................................................

9                  1400     0.9085714  0.8628571

9                  1450     0.9047619  0.8571429

9                  1500     0.9123810  0.8685714

Tuning parameter 'shrinkage' was held constant at a value of 0.1

Tuning parameter 'n.minobsinnode' was held constant at a value of 20

Accuracy was used to select the optimal model using the largest value.

The final values used for the model were n.trees = 400, 

interaction.depth = 9, shrinkage = 0.1 and n.minobsinnode = 20.



Plotting the Resampling Profile with Accuracy

28

> trellis.par.set(caretTheme())

> plot(fit3)

> ggplot(fit3)



Plotting the Resampling Profile with Kappa

29

> trellis.par.set(caretTheme())

> plot(fit3, metric="Kappa")

> ggplot(fit3, metric="Kappa")



Parameter を明示的に指定して当てはめ

30

> fitControl <- trainControl(method="none", classProbs=T)

> fit4 <- train(Species ~ ., data=train, method="gbm", verbose=F,

+               trControl=fitControl, metric="ROC",

+               tuneGrid=data.frame(interaction.depth=4,

+                                   n.trees = 100,

+                                   shrinkage = .1,

+                                   n.minobsinnode = 20))

> fit4

Stochastic Gradient Boosting 

105 samples

4 predictor

3 classes: 'setosa', 'versicolor', 'virginica' 

No pre-processing

Resampling: None 



当てはめ後の予測、モデル間の比較

31

> new <- data.frame(Sepal.Length=5, Sepal.Width=3, Petal.Length=1, Petal.Width=1)

> predict(fit4, newdata=new)

[1] setosa

Levels: setosa versicolor virginica

> predict(fit4, newdata=new, type="prob")

setosa versicolor    virginica

1 0.9834894 0.01648313 2.747719e-05

> fit5 <- train(Species ~ ., data=train, method="gbm", verbose=F)

> fit6 <- train(Species ~ ., data=train, method="treebag", verbose=F)

> resamp <- resamples(list(GBM=fit5, BaggedCART=fit6))

> summary(resamp)

Call:

summary.resamples(object = resamp)

Models: GBM, BaggedCART

Number of resamples: 25 

Accuracy 

Min.   1st Qu.    Median      Mean   3rd Qu. Max. NA's

GBM        0.8974359 0.9393939 0.9655172 0.9567883 0.9756098    1    0

BaggedCART 0.8918919 0.9189189 0.9523810 0.9519452 0.9750000    1    0

Kappa 

Min.   1st Qu.    Median      Mean   3rd Qu. Max. NA's

GBM        0.8443114 0.9090909 0.9481216 0.9344324 0.9630607    1    0

BaggedCART 0.8340807 0.8784228 0.9269565 0.9264190 0.9619772    1    0

> modelDiffs <- diff(resamp)

> summary(modelDiffs)

(結果は省略)
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種々の機械学習手法へのリンク先

• Caret: Available Models

http://topepo.github.io/caret/available-models.html

• 238 個のモデルの一覧

• Caret: train() Models By Tag

http://topepo.github.io/caret/train-models-by-tag.html

• 51個のモデルの紹介

33



メニュー

• データの読み込み

• データの要約

• データの前処理

• データの分割

• モデルの Training と Tuning

• 種々の機械学習手法へのリンク先

• XGBoost

34



XGBoost の概要
• XGBoost：Extreme Gradient Boosting の略称で、学習データを使用する

教師あり学習の手法、GBDT（Gradient Boosting Decision Tree）の 1 つ

• 勾配降下法（Gradient)：目的変数と予測値から計算される「目的関数」の最小化
問題、例えば誤差平方和（凸関数）を最小にするパラメータ値の探索に適用される

• ブースティング（Boosting）：アンサンブル学習器の一種で、学習器を直列的に複数
組み合わせて精度を高くする手法、各学習器は精度が低くても良い

• 決定木（Decision Tree）：学習器の 1 つ、精度は一般的に低い

• � 個のデータ、 � 個の説明変数からなるデータセット � � �� , ��

（ � � �, �� ∈ 
�, � ∈ 
 ）に対して、以下の 
 個の関数の和により予測を
行う（ 
 個の木により予測を行う）アンサンブルモデルを考える

• ��� � � �� � ∑ �� ��
�
���  , �� ∈ � , � � 1, … , �

• � � � � � ����� （  : 
� → 
# , � ∈ 
 ）は取りうる決定木（CART）の空間

•   は � 個の各データを、対応する各葉に紐づけする「木の構造」

• $ は木の葉の数、 �� は独立した木の構造  と葉の重み � に対応する

• �� を使用して、 � 番目の葉（node：ノード）のスコアを表す

35
※ 出典：Tianqi Chen and Carlos Guestrin (2016) "XGBoost: A Scalable Tree Boosting System"

XGBoost Documentation: Introduction to Boosted Trees： https://xgboost.readthedocs.io/en/latest/tutorials/model.html



XGBoost の概要： XGBoost Documentation の例

• 5人の家族の「コンピュータゲームの好みの度合い（連続値）」を予測する

• CART では、家族のメンバーを様々な葉に分類し、対応する葉にスコアを
割り当てるため、実際のスコアが各葉に関連付けられる

• ただし、1本の CART の木では十分な予測精度が見込めない

36
※ 出典：Tianqi Chen and Carlos Guestrin (2016) "XGBoost: A Scalable Tree Boosting System"

XGBoost Documentation: Introduction to Boosted Trees： https://xgboost.readthedocs.io/en/latest/tutorials/model.html



XGBoost の概要：論文の例（図 1 ）

• q で与えられる木の決定ルールを使用してそれを葉に分類し、対応する葉の
スコア（ w で与えられる）を合計することにより、最終的な予測を計算する

⇒ アンサンブル学習（のうち、XGBoost はブースティングという手法）

37
※ 出典：Tianqi Chen and Carlos Guestrin (2016) "XGBoost: A Scalable Tree Boosting System"

XGBoost Documentation: Introduction to Boosted Trees： https://xgboost.readthedocs.io/en/latest/tutorials/model.html



XGBoost の概要
• 以下の目的関数 ' � を最小化することで、モデルを学習させる

• ' � � ∑ ( ��� , ��� ) ∑ Ω ���

• Ω � � +$ )
�

,
- � , （実装ではさらにL1 正則化項 . �  が追加）

• ( は微分可能な損失関数（凸関数）で、目的変数の値と予測値との差

（例：分類問題の場合には logloss、回帰問題の場合は平均二乗誤差）

• Ω · は木の複雑度を表す正則化項（罰則項）で、+ にて葉（ノード）の数、

. にて L1 正則化項、- にて L2 正則化項の強さの調整を行う

• 正則化項はモデルの複雑さを制御し、モデルが

（学習）データへ過剰に適合しないために

用いられる

• 例として、右図のデータに階段関数を当てはめる

ことを考える

38
※ 出典：Tianqi Chen and Carlos Guestrin (2016) "XGBoost: A Scalable Tree Boosting System"

XGBoost Documentation: Introduction to Boosted Trees： https://xgboost.readthedocs.io/en/latest/tutorials/model.html



XGBoost の概要
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※ 出典：Tianqi Chen and Carlos Guestrin (2016) "XGBoost: A Scalable Tree Boosting System"

XGBoost Documentation: Introduction to Boosted Trees： https://xgboost.readthedocs.io/en/latest/tutorials/model.html

• 右上図： 複雑すぎ

• 左下図： 単純だが

不適切

• 右下図： 適切

【 一般的な原則 】

• 単純なモデルと

予測モデルの

両方が必要である

• この2つの関係は

機械学習における

バイアスと分散の

トレードオフとも

呼ばれる



XGBoost の概要

• XGBoost では additive manner と呼ばれる方針でモデルが学習される

• まず、特定の木の構造  を与えた上で最適な重み � を算出し、次に算出された
最適な重みより、木の構造としてどれが最も良いかを目的関数 '�0� の値から判定

• ���

�0�
を 1 回目のくり返しにおける � 番目のデータの予測値とすると、

• ���

�2�
� 0

• ���

���
� �� �� � ���

�2�
) �� ��

• ���

�,�
� �� �� ) �, �� � ���

���
) �, ��

・・・

• ���

�0�
� ∑ �� �4

0
��� � ���

�05��
) �0 ��

• 1 回目のくり返しにおける木の構造を決めるため、以下の関数を考える

• '�0� � ∑ ( �� , ���

�05��
) �0 �� ) Ω �0

6
���

• 最適化の対象は �0 �� なので、 ∑ Ω ��
0
��� の 1, … , 1 7 1 に関する項は削除している
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※ 出典：Tianqi Chen and Carlos Guestrin (2016) "XGBoost: A Scalable Tree Boosting System"

XGBoost Documentation: Introduction to Boosted Trees： https://xgboost.readthedocs.io/en/latest/tutorials/model.html



XGBoost の概要
• (�·� から  �0 �� を外に出すため、'�0� を 2 次までの項で近似し

• '�0� ≅ ∑ ( �� , ���

�05��
) 9��0 �� )

�

,
ℎ��0

, �� ) Ω �0
6
���

• 9� � ;<��=>?� �� , ���

�05��
, ℎ� � ;

<� =>?
, �� , ���

�05��

• 定数項は考えなくてよいので削除し、 1 回目のくり返しにおいて、

• '@�0� ≅ ∑ 9��0 �� )
�

,
ℎ��0

, �� ) Ω �0
6
���

• この式が、新しい木を追加した場合の最適化の目的関数になる

• この定義の重要なポイントは、目的関数の値が 9� と ℎ� のみに依存する点

• XGBoost が様々な損失関数をサポートする理由で、様々な損失関数を、
全く同じ方法を使用して最適化できることになる

• (�·� が MSE の場合、 '�0� � ∑ �� 7 ���
05�

) �0 ��

,

) Ω �0
6
���

� ∑ 2 ���

�05��
7 �� �0 �� ) �0 ��

, )6
��� Ω �0 ) 定数項

41
※ 出典：Tianqi Chen and Carlos Guestrin (2016) "XGBoost: A Scalable Tree Boosting System"

XGBoost Documentation: Introduction to Boosted Trees： https://xgboost.readthedocs.io/en/latest/tutorials/model.html



XGBoost の概要
• 正則化項 Ω �0 を書き下し、

• '@�0� ≅ ∑ 9��0 �� )
�

,
ℎ��0

, �� ) +$ )
�

,
- ∑ �B

,#
B��

6
���

� ∑ ∑ 9��∈CD
�B )

�

,
∑ ℎ��∈CD

) - �B
, ) +$#

B��

• EB � �  �� � F ：「 F 番目の葉に割り当てられたデータ」の添字の集合

（ instance set ）

• データの方向の総和 Σ� を、木のノードの方向の総和 ΣB に書き換えている

•  � は固定されているとすると、F 番目の葉における最適な重み �B
∗ は

• �B
∗ � 7

∑ IJJ∈KD

∑ LJJ∈KD
MN

• となり、その際の最適な目的関数の値が以下のように求まる

• '@ 0  � 7
�

,
∑

∑ IJJ∈KD

O

∑ LJJ∈KD
MN

#
B�� ) +$

42
※ 出典：Tianqi Chen and Carlos Guestrin (2016) "XGBoost: A Scalable Tree Boosting System"

XGBoost Documentation: Introduction to Boosted Trees： https://xgboost.readthedocs.io/en/latest/tutorials/model.html



XGBoost の概要
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※ 出典：Tianqi Chen and Carlos Guestrin (2016) "XGBoost: A Scalable Tree Boosting System"

XGBoost Documentation: Introduction to Boosted Trees： https://xgboost.readthedocs.io/en/latest/tutorials/model.html

• 前頁の '@ 0  を、木構造  ��� の「良さ」を測るスコアとして使用する

• 1 回目のくり返しにおいて、木がどれだけ優れているかを測定する方法が計算

できたので、「考えられるすべての木を列挙して最適な木を選択」出来れば
理想的だが非現実的・・・

'@ 0  



XGBoost の概要

• XGBoost では「仮に葉を 2 つの葉に分割しようとする際に得られる減少スコア」
を以下で計算し、木を分割するかどうかを判定する（ 'PQR�0 が正であれば分割）

• 'PQR�0 �
�

,

∑ IJJ∈KS

O

∑ LJJ∈KS
MN

)
∑ IJJ∈KT

O

∑ LJJ∈KT
MN

7
∑ IJJ∈K

O

∑ LJJ∈K MN
7 +

• EU：分割後の左の葉に割り当てられたデータの添字の集合（ instance set ）

• EV：分割後の右の葉に割り当てられたデータの添字の集合（ instance set ）

• E � EU ⋃ EV

• データが実数の場合、最適な分割を効率的に検索するために、全てのデータを
昇順に配置し、左から順に全ての分割について調べ、最適な分割を見つける

44
※ 出典：Tianqi Chen and Carlos Guestrin (2016) "XGBoost: A Scalable Tree Boosting System"

XGBoost Documentation: Introduction to Boosted Trees： https://xgboost.readthedocs.io/en/latest/tutorials/model.html



XGBoost の概要：過学習防止の方策
Shrinkage

• 新しい木が生成された際、出力 �0 ��  に学習率 X �0 Y X Y 1� をかけ、値を
縮小することで過学習を防止

• 予測値 ���

�0�
を算出する際に、各 �0 ��  に学習率 X を乗算している

Subsampling

• 学習時の各回（ 1 ）にて、全てのデータ／説明変数を用いずに一部を採用
することで過学習を防止
• (Row) subsampling：木ごとに学習データの行を sub-sampling する

• Column subsampling by tree：木ごとに列（説明変数）を sub-sampling する

• Column subsampling by level：木のレベル（深さ）ごとに列を sub-sampling する

• Column subsampling by node：ノード（枝の分割時）ごとに列を sub-sampling する

• 他にも、木の本数（num_round／n_estimators、学習率との兼ね合い）、
木の深さ（max depth、深いと学習も深まる）、葉を構成する最小データ数
（min. child weight、値が大きいと過学習防止）等が調整できる
• 木の本数は、「木を増やす⇒目的関数のスコアを計算」をくり返し、ある時点から

一定回数くり返してもスコアが改善しないところで決定する、等の方法がある
⇒ early stopping

45
※ 出典：Tianqi Chen and Carlos Guestrin (2016) "XGBoost: A Scalable Tree Boosting System"

XGBoost Documentation: Introduction to Boosted Trees： https://xgboost.readthedocs.io/en/latest/tutorials/model.html



XGBoost で予測する方針（ 2021.2.1 現在）

46

• 目的は「シンプルでリークを起こしにくく、そこそこ精度の良い方針（ kaggle で上位15%以内が
望ましい）の探索」、kaggle でメダルを取るためのテクニック、等は追及しない
• kaggle に参加する理由は、予測精度が測定（リークの有無が判断）出来るため

• 前処理、データの概要調査、データクリーニングは必須
• 必要に応じて目的変数を対数変換、データの間違い修正、外れ値は 1%・99% 点などで補完

• 変数は数値、データの数値の大きさには意味がなく大小関係のみが影響
• 巷では「feature engineering」「EDA」の方法は回帰、NN 等を前提とした方法が

紹介されていることが多く、XGBoost の様な決定木ベースの場合は別の方針が必要かも
• スケーリングや標準化・正規分布への変換は不要、相関係数も過度に信用しないこと

• 欠測値があってもそのまま処理できる
• 変に欠測を埋めた場合よりも、欠測値を放置した方が精度が上がる場合がほとんど
• 「欠測値を放置」＋「欠測であるフラグ」を追加すると精度が上がる場合が多い
• 連続変数の欠測は放置、カテゴリ変数を encoding する際は one-hot encoding + 欠測もカテ

ゴリのひとつとして変換を行う
• catboost encoding 等の target encoding はリークが怖いので使用しない

• 決定木ベースの手法では、変数が大量になければ変数選択は重要でない
• XGBoost の場合、予測に寄与しない変数があっても予測精度にあまり影響しない
• 人が判断するよりも、モデルに含めることが出来るならモデルに含めて XGBoost に判断

してもらうのが良い？・・・ということで、今回は原則として全変数を使う
• 新たな変数作成は必要に応じて（変数内での集約、変数間の計算）

• 例えば時系列データの場合、「ある一週間の平均値」を算出するなど、時系列データの
ままでは決定木がモデルに組み込みにくい場合には手助け（変数の作成）が必要

• 決定木は、分岐のくり返しによって変数間の交互作用を反映することが出来る一方、
変数間の（和、）差、比などを表現することが難しいので、計算することに意味のある
範囲内で変数間の（和、）差、比を計算して新たな変数を作成することは有益



kaggle： https://www.kaggle.com/

• 企業や研究者がデータを投稿し、世界中の統計家やデータ分析その最適な
モデルをコンペという形で競い合う、予測モデリング及び分析手法関連の
プラットフォーム及びその運営会社（ Wikipedia より：
https://ja.wikipedia.org/wiki/Kaggle）

• 初心者向けのチュートリアルや上級者のプログラム公開、Discussion 等が
あり、コンペに参加しなくても非常に勉強になる

47



XGBoost のセットアップ
• Rtools のインストール（ Windows ユーザー向け）

https://cran.r-project.org/bin/windows/Rtools/

• 各種パッケージのインストール

• パッケージ XGBoost とダミー変数作成用のパッケージを読み込み

48

> install.packages("drat", repos="https://cran.rstudio.com")

> drat:::addRepo("dmlc")

> install.packages("xgboost", repos="http://dmlc.ml/drat/", 

+                type = "source")

> install.packages("xgboost", dep=T)   # 上記レポジトリが使用できない場合

> install.packages("fastDummies", dep=T)

> library(xgboost)

> library(fastDummies)



XGBoost： 手順

49

モデルに使用するパラメータの候補を決める

各パラメータに対して

モデルへの
当てはめ

xgb.cv() で
CV

xgb.train()で
学習・予測

結果のまとめ、最終パラメータの決定

最終パラメータを用いたモデル（最終モデル）にて
予測（全データを用いて当てはめ等）

データの前処理（欠測・カテゴリ変数の処理）



関数 xgb.train()、xgb.cv() のパラメータ
• booster： "gbtree" 、"dart" が適している場合もあるが稀
• objective："reg:squarederror"(回帰、平均二乗誤差を最小化)、

"reg:squaredlogerror"(回帰、squared log loss を最小化)、
"binary:logistic"( 2 値分類、log lossを最小化、確率を返す)、
"multi:softprob"(多値分類)、他

• eval_metric：デフォルトは objective に指定された手法に応じた指標
（回帰："rmse"、2 値分類："logloss")、他にも "rmsle" や "mae"（回帰）、"error"
( 2 値分類：1-accuracy )、"merror" や "mlogloss" (多値分類)、他

• eta：学習率、デフォルトは 0.3 だが、0.05 又は 0.1
• max_depth：決定木の深さ、デフォルトは 6 で、3～9
• min_child_weight：葉を構成する最小データ数、値が大きいと過学習防止、

デフォルトは1で、0.1～10
• colsample_bytree：決定木ごとに特徴量の列をsamplingする割合、値が小さいと

過学習防止、デフォルトは 1 で、0.6～1
• colsample_bylevel：深さごとに特徴量の列をsamplingする割合、デフォルトは 1 で、

0.5～1、0.3 程度に下げる場合も
• subsample：決定木ごとに学習データの行をsamplingする割合、値が小さいと

過学習防止、デフォルトは 1 だが、0.6～0.95
• gamma：決定木を分岐させるために最低限減らすべき目的関数の値、値が大きいと

分岐しづらい（過学習防止）が、デフォルトは 0 
• alpha [reg_alpha]：L1 正則化の強さ、値が大きいと過学習防止、デフォルトは 0
• lambda [reg_lambda]：L2 正則化の強さ、値が大きいと過学習防止、デフォルトは 1
※ https://xgboost.readthedocs.io/en/latest/parameter.html 50



例①： iris データで多値分類

51

n           <- nrow(iris)

label       <- as.integer(iris$Species)-1

train_index <- sample(n, floor(0.8*n))

train_data <- as.matrix(iris[ train_index, 1:4])

test_data <- as.matrix(iris[-train_index, 1:4])

train_label <- label[ train_index]

test_label <- label[-train_index]

xgb_train <- xgb.DMatrix(data=train_data, label=train_label)

set.seed(777)

params <- list(booster = "gbtree",

objective = "multi:softprob",

eval_metric = "mlogloss",

num_class = 3,

eta = 0.05,

max_depth = 5,

min_child_weight = 1,

colsample_bytree = 1,

colsample_bylevel = 1,

colsample_bynode = 1,

subsample = 0.95,

gamma = 0,

alpha = 0,

lambda = 1

)

cv_result <- xgb.cv(param=params, data=train_data, label=train_label, verbose=F, 

nfold=4, nrounds=1000, early_stopping_rounds=20)

xgb_model <- xgb.train(data=xgb_train, nrounds=cv_result$best_iteration, verbose=0, 
params=params)

pred_tmp <- predict(xgb_model, test_data)

pred <- matrix(pred_tmp, 3, length(pred_tmp)/3)



例②： iris データで多値分類

52

params <- list(booster = "gbtree",

objective = "multi:softmax",

eval_metric = "mlogloss",

num_class = 3,

eta = 0.05,

max_depth = 5,

min_child_weight = 1,

colsample_bytree = 1,

colsample_bylevel = 1,

colsample_bynode = 1,

subsample = 0.95,

gamma = 0,

alpha = 0,

lambda = 1

)

cv_result <- xgb.cv(param=params, data=train_data, label=train_label, verbose=F, nfold=4,

nrounds=1000, early_stopping_rounds=20)

xgb_model <- xgb.train(data=xgb_train, nrounds=cv_result$best_iteration, verbose=0,

params=params)

pred <- predict(xgb_model, test_data)

• 例①では、各カテゴリとなる予測確率を求めたが、各カテゴリ自体を
返り値とする場合は objective = "multi:softmax" とする



例③： iris データで 2 値分類

53

iris_       <- iris[1:100,] # 2 カテゴリのみ抽出
n           <- nrow(iris_)

label       <- as.integer(iris_$Species)-1

train_index <- sample(n, floor(0.8*n))

train_data <- as.matrix(iris_[ train_index, 1:4])

test_data <- as.matrix(iris_[-train_index, 1:4])

train_label <- label[ train_index]

test_label <- label[-train_index]

xgb_train <- xgb.DMatrix(data=train_data, label=train_label)

params <- list(booster = "gbtree",

objective = "binary:logistic",

eval_metric = "logloss",

eta = 0.05,

max_depth = 5,

min_child_weight = 1,

colsample_bytree = 1,

colsample_bylevel = 1,

colsample_bynode = 1,

subsample = 0.95,

gamma = 0,

alpha = 0,

lambda = 1

)

cv_result <- xgb.cv(param=params, data=train_data, label=train_label, verbose=F, nfold=4,

nrounds=1000, early_stopping_rounds=20)

xgb_model <- xgb.train(data=xgb_train, nrounds=cv_result$best_iteration, verbose=0,

params=params)

pred <- predict(xgb_model, test_data)



例④： House Prices

54

変数 定義 中身の補足
Id ID train.csv： 1～1460、test.csv： 1461～2919

SalePrice 住宅価格（ドル） → 目的変数

その他 79 変数、欠測多数、評価関数は Root MSE 、詳細はこちら

• kaggle のコンペで使用されている、住宅価格に関するデータ
• アイオワ（Iowa）州エイムズ（Ames）における、住宅のほぼ全ての要素を説明

する 79 個の変数より、各住宅の最終価格（SalePrice）を予測することが目的

• train.csv（学習用データ）と test.csv（テストデータ）がある

Id MSSubClass MSZoning LotFrontage LotArea Street ・・・ YrSold SaleType SaleCondition SalePrice

1 60 RL 65 8450 Pave ・・・ 2008 WD Normal 208500

2 20 RL 80 9600 Pave ・・・ 2007 WD Normal 181500

3 60 RL 68 11250 Pave ・・・ 2008 WD Normal 223500

4 70 RL 60 9550 Pave ・・・ 2006 WD Abnorml 140000

5 60 RL 84 14260 Pave ・・・ 2008 WD Normal 250000

: : : : : : ・・・ : : : :

1460 20 RL 75 9937 Pave ・・・ 2008 WD Normal 147500



例④： House Prices データで回帰

55

train   <- read.csv("C:/py/housing/train.csv")

test    <- read.csv("C:/py/housing/test.csv")

train$d <- 1

test$d <- 0; test$SalePrice <- NA

all     <- rbind(train, test)

all     <- dummy_cols(all, remove_first_dummy=F, remove_most_frequent_dummy=F,

ignore_na=F, remove_selected_columns=T)

train_x <- as.matrix(all[all$d==1, -which(names(all) %in% c("Id", "SalePrice"))])

test_x <- as.matrix(all[all$d==0, -which(names(all) %in% c("Id", "SalePrice"))])

train_y <- all[all$d==1, which(names(all) == "SalePrice")]

id      <- all[all$d==0, which(names(all) == "Id")]

options(na.action='na.pass') # データに欠測がある場合に実行する
xgb_train <- xgb.DMatrix(train_x, label=train_y)

xgb_test <- xgb.DMatrix(test_x)

options(na.action='na.omit')

params <- list(booster = "gbtree",

objective = "reg:squarederror",

eval_metric = "rmse",

eta = 0.005107858908628096,

max_depth = 5,

min_child_weight = 4.364977408921935e-11,

colsample_bytree = 0.3624543386127742,

colsample_bylevel = 0.5793388349683782,

colsample_bynode = 0.620049058938708,

subsample = 0.5458169704089749,

gamma = 5.076210671136954e-20,

alpha = 0.015570353464057784,

lambda = 9.549319826840685e-20

)



例④： House Prices データで回帰
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cv_result <- xgb.cv(param=params, data=train_x, label=train_y, verbose=F, nfold=4,

nrounds=10000, early_stopping_rounds=100)

xgb_model <- xgb.train(params=params, data=xgb_train, nrounds=cv_result$best_iteration,

verbose=0)

pred <- predict(xgb_model, xgb_test)

out       <- data.frame(id=id, SalePrice=pred)

write.csv(out, "C:/py/housing/submission.csv", quote=F, row.names=F)

> cv_result

##### xgb.cv 4-folds

iter train_rmse_mean train_rmse_std test_rmse_mean test_rmse_std

1      196602.918     1803.41268      196542.05      5504.932

2      195643.246     1799.12176      195588.93      5500.977

3      194678.121     1793.73750      194624.41      5492.965

---

5672        3066.898       96.31851       25728.10      3304.067

5673        3066.385       96.19963       25728.40      3304.039

5674        3065.417       96.37145       25728.21      3303.864

Best iteration:

iter train_rmse_mean train_rmse_std test_rmse_mean test_rmse_std

5574        3139.602       96.69221       25726.99      3306.408

> cv_result$best_iteration # 最適な木の数
[1] 5574

> pred[1:6] # 予測値
[1] 127816.5 157177.9 193791.3 195808.2 183702.7 176866.2

> pred[(length(pred)-5):length(pred)]

[1]  74189.26  80489.48  78532.78 170368.59 115963.38 223097.61

出力結果



パラメータ・チューニング

• 50頁のパラメータ（hyperparameter）は、データごとチューニング

する必要がある

• 手で探索、グリッドサーチ、ランダムサーチ

• 最近は Bayesian Optimization が流行

• Bayesian Optimization の R 用のパッケージはいくつかある

• R のパッケージで精度の良いものが見当たらない？

• Python であれば optuna という精度の良いライブラリがある
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メニュー

• データの読み込み

• データの要約

• データの前処理

• データの分割

• モデルの Training と Tuning

• 種々の機械学習手法へのリンク先

• XGBoost
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