
python で データ解析

6. XGBoost を用いた機械学習の実践

～ 回帰問題 ～
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kaggle： https://www.kaggle.com/
• 企業や研究者がデータを投稿し、世界中の統計家やデータ分析その最適なモデルを

コンペという形で競い合う、予測モデリング及び分析手法関連のプラットフォーム及び
その運営会社（ Wikipedia より：https://ja.wikipedia.org/wiki/Kaggle）

• 初心者向けのチュートリアルや上級者のプログラム公開、Discussion 等があり、
コンペに参加しなくても非常に勉強になる

• 次頁の House Prices データは kaggle の学習用コンペのもの、kaggle に登録（無料）
すればダウンロードすることが出来る
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使用するデータ： House Prices
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変数 定義 中身の補足
Id ID train.csv： 1～1460、test.csv： 1461～2919

SalePrice 住宅価格（ドル） → 目的変数

その他 79 変数、欠測多数、評価関数は Root MSE 、詳細はこちら

• kaggle のコンペで使用されている、住宅価格に関するデータ
• アイオワ（Iowa）州エイムズ（Ames）における、住宅のほぼ全ての要素を説明

する 79 個の変数より、各住宅の最終価格（SalePrice）を予測することが目的

• train.csv（学習用データ）と test.csv（テストデータ）がある

Id MSSubClass MSZoning LotFrontage LotArea Street ・・・ YrSold SaleType SaleCondition SalePrice

1 60 RL 65 8450 Pave ・・・ 2008 WD Normal 208500

2 20 RL 80 9600 Pave ・・・ 2007 WD Normal 181500

3 60 RL 68 11250 Pave ・・・ 2008 WD Normal 223500

4 70 RL 60 9550 Pave ・・・ 2006 WD Abnorml 140000

5 60 RL 84 14260 Pave ・・・ 2008 WD Normal 250000

: : : : : : ・・・ : : : :

1460 20 RL 75 9937 Pave ・・・ 2008 WD Normal 147500



XGBoost： GBDT のライブラリ
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• 勾配ブースティング（Gradient Boosting Decision Tree、GBDT）のための
ライブラリで、決定木をベースとしたモデル

1. 目的変数と予測値から計算される目的関数を改善するよう決定木を作成して
モデルに追加

2. #1を、ハイパーパラメータで設定した決定木の本数分くり返す

• Random Forest では木を並列に作成するが、GBDT では木を直接に作成し、
直前まで作成した決定木の予測値を新しい決定木に加味することで微修正

• 使いやすい上に精度が高く、分類でも回帰でも適用できる

• kaggle のコンペでは、GBDT をまず最初に適用すること

• 変数は数値、データの数値の大きさには意味がなく、大小関係のみが影響
→ 標準化などのスケーリング処理は GBDT の場合はほぼ意味がない

• 欠測値があってもそのまま処理できる

• 決定木の分岐のくり返しによって変数間の交互作用を反映
（だが、交互作用を反映した変数を別途作成した方が良いが）

• カテゴリ変数は label encoding での変換が基本、他には one-hot encoding、
target encoding がより有効だが上級者でないと扱いが難

• 疎行列（scipy のcsr_matrix/csc_matrix）に対応可



XGBoost： 手順
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モデルに使用するパラメータの候補を決める

各パラメータに対して

モデルへの
当てはめ

CV にて
くり返し

予測精度計算
（Root MSE等）

結果のまとめ、最終パラメータの決定

最終パラメータを用いたモデル（最終モデル）にて
予測（全データを用いて当てはめ等）

データの前処理（欠測・カテゴリ変数の処理）



ライブラリの呼び出し
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import optuna

import xgbfir

import warnings

import numpy as np

import pandas            as pd

import matplotlib.pyplot as plt

import seaborn           as sns

import xgboost as xgb

from   sklearn.model_selection import KFold

from   sklearn.metrics import mean_squared_error

from   category_encoders.cat_boost import CatBoostEncoder

warnings.simplefilter('ignore', FutureWarning) # 警告を非表示



データフレーム、Series の確認方法メモ
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# データフレーム（以下 df ）の先頭・末尾の5行を表示
df.head()

df.tail()

# df の行数・列数を表示
df.shape

# df の要約
df.describe()   # 要約統計量
df.info()       # 欠測の頻度等

# df の列情報
df.dtypes # 各列のデータの型
df.columns # 列情報の確認

# Series（以下 x ）の要約
type(x)                                  # 型
x.unique()                               # 値の種類
x.value_counts(sort=False, dropna=False) # 値の頻度



pandasgui
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pip install pandasgui

• pandasgui でデータフレームを GUI で閲覧
（データが大きすぎると処理が・・・）
https://pypi.org/project/pandasgui/

from pandasgui import show

show(df)
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説明変数の前処理①
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import warnings

import numpy as np

import pandas                  as pd

import matplotlib.pyplot as plt

import seaborn                 as sns

import statsmodels.api as sm

import statsmodels.formula.api as smf

import xgboost as xgb

warnings.simplefilter('ignore', FutureWarning) # 警告を非表示

# train.csv と test.csv の結合
df1 = pd.read_csv('C:/py/housing/train.csv', header=0)

df0 = pd.read_csv('C:/py/housing/test.csv',  header=0)

df1["Is_train"] = 1

df0["Is_train"] = 0

df = pd.concat([df1, df0])

# print(df.info())

# print(df.head())

• train.csv と test.csv を結合してデータフレーム df に格納

※ 評価指標： Root-Mean-Squared-Error (RMSE) between the logarithm of the predicted 
value and the logarithm of the observed sales price. (Taking logs means that errors in 
predicting expensive houses and cheap houses will affect the result equally.)



とりあえず予測
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# データの分割
train_x = df.query('Is_train == 1')[['YearBuilt','1stFlrSF','2ndFlrSF','BedroomAbvGr','KitchenAbvGr']]

train_y = df.query('Is_train == 1')['SalePrice']

# train_y = np.log1p(df.query('Is_train == 1')['SalePrice']) # log(1+y)

test_x = df.query('Is_train == 0')[['YearBuilt','1stFlrSF','2ndFlrSF','BedroomAbvGr','KitchenAbvGr']]

id        = df.query('Is_train == 0')['Id']

# xgboost 用のデータ構造に変換
dtrain = xgb.DMatrix(train_x, label=train_y)

dtest = xgb.DMatrix(test_x)

# ハイパーパラメータの設定
params    = {'objective': 'reg:squarederror', 'random_state': 777}

num_round = 200

# 学習の実行、予測
model  = xgb.train(params, dtrain, num_round)

pred = np.expm1(model.predict(dtest))

# pred = np.expm1(model.predict(dtest)) # log(1+y) の変換を行った場合は戻す

# 変数の重要度
xgb.plot_importance(model)

# 提出用データの作成
out = pd.DataFrame({'Id':id, 'SalePrice':pred})

out.to_csv('C:/py/housing/submission.csv',index=False)

• 適当な変数を説明変数に、目的変数を対数変換した後、予測・提出

kaggle のコンペの
score: 0.19862
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目的変数：SalePrice
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print(df.SalePrice.describe())

sns.histplot(df.SalePrice)

• SalePrice: the property's sale price in dollars.
• 右に裾を引いており、外れ値もある、対数正規分布とみるか否か

• XGBoost の性質上、大小関係が変わらない変換はモデルに影響しないはずだが、対数
変換は少し影響があるという話も・・・
⇒ 決定木は本当に変換に依存しないのか？ https://amalog.hateblo.jp/entry/decision-tree-scaling

• 次節の前処理②後の予測スコアは「対数変換なし：0.15963」「対数変換あり：0.15548」
であったため、今回は対数変換を行うことにする



説明変数の前処理②

• 前回（第 5 回：分類問題）の経験より、前処理が重要である

ことが分かったので、各変数を丁寧に処理する

• 詳細は以下の「data」タブや data_description.txt を参照

https://www.kaggle.com/c/house-prices-advanced-regression-techniques/data

• 方針は以下（詳細は「その他」の最後に記載）、

• カテゴリ変数欠測：頻度が高いカテゴリで補完、又は欠測をカテゴリ化

• 連続変数：欠測は放置（後で中央値で補完することを検討する）

• xgboost で欠測を埋める選択肢もある

• 次頁より代表的な処理のみ紹介、詳細な処理はプログラム参照
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def summary_category(x):           # カテゴリ変数の要約
formula = 'SalePrice ~ ' + x

tmp = smf.ols(formula, data=df).fit()

anova = sm.stats.anova_lm(tmp)

label   = 'Median, Mean +- SD, F=' + str(round(anova['F'][0],5)) + ', p=' + ¥

str(round(anova['PR(>F)'][0],4))

print(df[x].unique())

print(df[x].value_counts(sort=False, dropna=False))

print(df.groupby(x).SalePrice.describe(percentiles=[.5]))

plt.figure(figsize=(14, 5))

plt.subplot(1, 2, 1); plt.title("Frequency"); sns.countplot(df[x].fillna("NA"))

plt.subplot(1, 2, 2); plt.title(label)

ax = sns.pointplot(x=df[x].fillna("NA"), y=df.SalePrice, color="black", ci="sd", join=False)

sns.barplot(x=df[x].fillna("NA"), y=df.SalePrice, estimator=np.median, ci=None, alpha=0.5,

ax=ax)

plt.show()

def summary_numeric(x, bins=10):   # 数値変数の要約
r = "Scatter Plot: r=" + str(round(df.SalePrice.corr(df[x]),3))

y = pd.cut(df[x], bins, labels=False, right=True)

print(df[x].describe(include='all'))

print('NAs: ' + str(df[x].isnull().sum()))

plt.figure(figsize=(14, 10))

plt.subplot(2, 2, 1); plt.title("Distribution"); sns.histplot(df[x], bins=bins)

plt.subplot(2, 2, 2); plt.title(r); sns.scatterplot(x=df[x], y=df.SalePrice)

plt.subplot(2, 2, 3); plt.title("Frequency"); sns.countplot(y)

plt.subplot(2, 2, 4); plt.title("Median, Mean +- SD")

ax = sns.pointplot(x=y, y=df.SalePrice, color="black", ci="sd", join=False)

sns.barplot(x=y, y=df.SalePrice, estimator=np.median, ci=None, alpha=0.5, ax=ax)

plt.show()

準備：
カテゴリ変数と数値変数を要約する関数定義

16



説明変数の前処理②
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x = 'MSSubClass'

summary_category(x)

df = pd.get_dummies(data=df, columns=[x], prefix='MSSub',

prefix_sep='', dummy_na=False, drop_first=False).drop('MSSub150',

axis=1)

• MSSubClass: The building class
数値（20、30、40、・・・）だが中身はカテゴリ、欠測なし、大小関係はなさそう
なので one-hot encoding、150 は 0 例なので除く

赤：関連あり、橙：関連ありそう、黒：関連なさそう



説明変数の前処理②
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x = 'MSZoning'

summary_category(x)

map = {'RL':4, 'RM':2, 'C (all)':1, 'FV':5, 'RH':3}

df[x] = df[x].replace(map)

df[x] = df[x].fillna(4)

df[x] = df[x].astype('int8')

• MSZoning: The general zoning classification
カテゴリ（ 'RH' 'C (all)' 'RM' 'FV' 'RL' ）、 test.csv で 4 例欠測、価格順に
label encoding（欠測は 'RL' で補完）、すなわち target encoding

赤：関連あり、橙：関連ありそう、黒：関連なさそう



説明変数の前処理②
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x = 'LotFrontage'

summary_numeric(x)

• LotFrontage: Linear feet of street connected to property
数値、欠測多数、外れ値 4 個ほど、中央値等で補完する案もあるが、
とりあえず欠測のままで放置

赤：関連あり、橙：関連ありそう、黒：関連なさそう



説明変数の前処理②
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x = 'Neighborhood'

summary_category(x)

tmp = df.groupby(x).agg({'SalePrice': ['count', 

'median']}).sort_values(by=[('SalePrice', 'median')])

print(tmp.index); print(tmp)

def f(x):

if x in ['MeadowV', 'IDOTRR', 'BrDale']:

return 0

elif x in ['OldTown', 'Edwards', 'BrkSide']:

return 1

elif x in ['Sawyer', 'Blueste', 'SWISU', 'NAmes','NPkVill', 'Mitchel']:

return 2

elif x in ['SawyerW', 'Gilbert', 'NWAmes', 'Blmngtn']:

return 3

elif x in ['CollgCr', 'ClearCr', 'Crawfor', 'Veenker', 'Somerst', 'Timber']:

return 4

else: # x in ['StoneBr', 'NoRidge', 'NridgHt']

return 5

df['Neighborhood_N'] = df[x].apply(f) # df.Neighborhood は削除

• Neighborhood: Physical locations within Ames city limits
カテゴリ多数、欠測なし、価格の小さい順から 6 カテゴリに変換
⇒ Neighborhood_N に、すなわち target encoding

赤：関連あり、橙：関連ありそう、黒：関連なさそう



説明変数の前処理②
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• Neighborhood: Physical locations within Ames city limits
カテゴリ多数、欠測なし、価格の小さい順から 6 カテゴリに変換
⇒ Neighborhood_N に、すなわち target encoding

赤：関連あり、橙：関連ありそう、黒：関連なさそう



説明変数の前処理②
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x = 'CentralAir'

summary_category(x)

df[x] = df[x].apply(lambda x : 1 if x == 'Y' else 0)

• CentralAir: Central air conditioning
カテゴリ（ 'Y' 'N' 、大半が 'Y' ）、欠測なし

赤：関連あり、橙：関連ありそう、黒：関連なさそう

• ・・・という考察・処理を 79 個の説明変数に対して行い、「その他」の
「説明変数の処理①～⑧」の赤色、橙色の変数をとりあえず残す



# データの分割
drop_vars = ['Id', 'Street', 'Alley', 'LandContour', 'Utilities', 'LotConfig', 'LandSlope', 

'Neighborhood', 'Condition1', 'Condition2', 'BldgType', 'OverallCond', 'RoofStyle', 

'RoofMatl', 'Exterior1st', 'Exterior2nd', 'ExterCond', 'BsmtCond', 'BsmtFinType2', 

'BsmtFinSF2', 'Heating', 'Electrical', 'LowQualFinSF', 'BsmtFullBath', 'BsmtHalfBath', 

'BedroomAbvGr', 'KitchenAbvGr', 'Functional', 'GarageQual', 'GarageCond', 'EnclosedPorch', 

'3SsnPorch', 'ScreenPorch', 'PoolArea', 'PoolQC', 'MiscFeature', 'MiscVal', 'MoSold', 

'YrSold', 'SalePrice', 'Is_train']

train_x = df.query('Is_train == 1').drop(drop_vars, axis=1)

test_x = df.query('Is_train == 0').drop(drop_vars, axis=1)

train_y = np.log1p(df.query('Is_train == 1')['SalePrice']) # log(1+y) の変換
id        = df.query('Is_train == 0')['Id']

# xgboost 用のデータ構造に変換
dtrain = xgb.DMatrix(train_x, label=train_y)

dtest = xgb.DMatrix(test_x)

# ハイパーパラメータの設定
params    = {'objective': 'reg:squarederror', 'random_state': 777}

num_round = 200

# 学習の実行、予測
model  = xgb.train(params, dtrain, num_round)

pred = np.expm1(model.predict(dtest)) # log(1+y) の変換を行った場合は対数変換を戻す

# 提出用データの作成
out = pd.DataFrame({'Id':id, 'SalePrice':pred})

out.to_csv('C:/py/housing/submission.csv',index=False)

前処理② ⇒ 予測
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• 前処理②後、データの分割と予測を行う kaggle のコンペの
score: 0.15548



model = xgb.XGBRegressor(n_estimators=200,

random_state=777).fit(train_x, train_y)

pred = np.expm1(model.predict(test_x))

out   = pd.DataFrame({'Id':id, 'SalePrice':pred})

out.to_csv('C:/py/housing/submission.csv',index=False)

前処理② ⇒ 予測
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• XGBRegressor()（Scikit-Learn API）にて再実行
結果は同じ

# xgboost 用のデータ構造に変換
dtrain = xgb.DMatrix(train_x, label=train_y)

dtest = xgb.DMatrix(test_x)

# ハイパーパラメータの設定
params    = {'objective': 'reg:squarederror', 'random_state': 777}

num_round = 200

# 学習の実行、予測
model  = xgb.train(params, dtrain, num_round)

pred = np.expm1(model.predict(dtest))

# 提出用データの作成
out = pd.DataFrame({'Id':id, 'SalePrice':pred})

out.to_csv('C:/py/housing/submission.csv',index=False)

• 前頁の予測



from   sklearn.model_selection import KFold

from   sklearn.metrics import mean_squared_error

import xgboost as xgb

def mytuning(params, num_round, verbose=False):

scores    = []

kf = KFold(n_splits=4, shuffle=True, random_state=777)

for tr_idx, va_idx in kf.split(train_x):

tr_x, va_x = train_x.iloc[tr_idx], train_x.iloc[va_idx]

tr_y, va_y = train_y.iloc[tr_idx], train_y.iloc[va_idx]

dtrain = xgb.DMatrix(tr_x, label=tr_y)

dvalid = xgb.DMatrix(va_x, label=va_y)

watchlist  = [(dtrain, 'train'), (dvalid, 'eval')]

model      = xgb.train(params, dtrain, num_round, evals=watchlist,

verbose_eval=verbose)

va_pred = model.predict(dvalid)

score      = mean_squared_error(va_y, va_pred)

scores.append(score)

print(np.mean(np.sqrt(scores)))

# ① 前頁の（とりあえず予測した時のデフォルト）パラメータ
params = {'booster': 'gbtree',

'objective': 'reg:squarederror',

'random_state': 777

}

mytuning(params=params, num_round=100) # 0.152233

少しだけパラメータチューニング（初期値の決定）
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少しだけパラメータチューニング（初期値の決定）
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# ② 参考文献で推奨されている初期設定(1)
params = {'booster': 'gbtree',

'objective': 'reg:squarederror',
'eta': 0.1,               # 初期値0.1、最後に0.05等を試す
'max_depth': 4,           # 初期値5、3～9を試す
'min_child_weight': 1,    # 初期値1、0.1,2,3,4,5,10を試す
'colsample_bytree': 0.8,  # 初期値0.8、0.6～1を試す
'colsample_bylevel': 1,
'subsample': 0.8,         # 初期値0.8、0.6～1を試す
'gamma': 0,
'alpha': 0,               # 初期値0、0.00001,0.01,0.1,100を試す
'lambda': 1,
'random_state': 777

}
mytuning(params=params, num_round=150) # 0.136692

# ③ 参考文献で推奨されている初期設定(2)
params = {'booster': 'gbtree',

'objective': 'reg:squarederror',
'eta': 0.1,               # 0.05 or 0.1
'max_depth': 6,           # 初期値5、5～8を試す
'min_child_weight': 4,    # 初期値1、1,2,4,8,16,...を試す
'colsample_bytree': 1,
'colsample_bylevel': 0.5, # 初期値0.3、0.5～0.8も試す
'subsample': 0.9,
'gamma': 0,
'alpha': 0,
'lambda': 1,
'random_state': 777

}
mytuning(params=params, num_round=150) # 0.137080

※ 参考文献： 門脇 大輔 他著（2019）「Kaggleで勝つデータ分析の技術（技術評論社）」



# ②を採用するが、watch-list の出力を見て num_round の調整
params = {'booster': 'gbtree',

'objective': 'reg:squarederror',

'eta': 0.1,               # 初期値0.1、最後に0.05等を試す
'max_depth': 4,           # 初期値5、3～9を試す
'min_child_weight': 1,    # 初期値1、0.1,2,3,4,5,10を試す
'colsample_bytree': 0.8,  # 初期値0.8、0.6～1を試す
'colsample_bylevel': 1,

'subsample': 0.8,         # 初期値0.8、0.6～1を試す
'gamma': 0,

'alpha': 0,               # 初期値0、0.00001,0.01,0.1,100を試す
'lambda': 1,

'random_state': 777

}

mytuning(params=params, num_round=400, verbose=True) # num=150程度？

# ハイパーパラメータの設定、学習の実行、予測、提出用データ
num_round = 150

model     = xgb.train(params, dtrain, num_round)

pred = np.expm1(model.predict(dtest))

out       = pd.DataFrame({'Id':id, 'SalePrice':pred})

out.to_csv('C:/py/housing/submission.csv',index=False)

少しだけパラメータチューニング（初期値の決定）

27

kaggle のコンペの
score: 0.13959



メニュー

• データの準備、XGBoost の概要

• 連続データの回帰問題

• 前処理の例 → とりあえず予測

• 目的変数の分布の確認、説明変数の前処理

• 説明変数の選択・作成

• 説明変数の選択・作成 【やり直し】

• パラメータチューニング

• その他

※ 本資料では、普通の python を python、Google Colaboratory を Colab と略記
28



説明変数の選択
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drop_vars = ['Id', 'Street', 'Alley', 'LandContour', 'Utilities', 'LotConfig', 

'LandSlope', 'Neighborhood', 'Condition1', 'Condition2', 'BldgType', 'OverallCond', 

'RoofStyle', 'RoofMatl', 'Exterior1st', 'Exterior2nd', 'ExterCond', 'BsmtCond', 

'BsmtFinType2', 'BsmtFinSF2', 'Heating', 'Electrical', 'LowQualFinSF', 'BsmtFullBath', 

'BsmtHalfBath', 'BedroomAbvGr', 'KitchenAbvGr', 'Functional', 'GarageQual', 'GarageCond', 

'EnclosedPorch', '3SsnPorch', 'ScreenPorch', 'PoolArea', 'PoolQC', 'MiscFeature', 

'MiscVal', 'MoSold', 'YrSold', 'Is_train']

df2 = df.drop(drop_vars, axis=1)

• 変数が 100 個以上あるので、「相関行列」や「対散布図」を無邪気に出すと
出力結果がとんでもないことになる・・・

• まず相関係数については「ある変数」と「それ以外」の相関を計算し、値の
大きい順に並べたものをデータフレームとして出力

r = df2.corr() # method='spearman'でも確認
r = pd.DataFrame({'features':df2.columns,

'SalePrice':r['SalePrice']}, index=None)

r =  r.reset_index(drop=True).¥

sort_values(['SalePrice'], ascending=False)

r.style.background_gradient()

# plt.figure(figsize=(15, 10))

# sns.heatmap(r, annot=True, fmt='.2f', cmap='Blues',

vmin=-1, vmax=1)

# plt.show()



説明変数の選択①
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dtrain = xgb.DMatrix(train_x, label=train_y)

dtest = xgb.DMatrix(test_x)

model  = xgb.train(params, dtrain, num_round)

imp    = model.get_score(importance_type='total_gain')

imp    = pd.DataFrame.from_dict(imp, orient='index').reset_index()

imp.columns = ['feature','Importance']

imp    = imp.sort_values(['Importance'], ascending=False)

imp.style.background_gradient()

# fig, ax = plt.subplots(figsize=(20, 30))
# xgb.plot_importance(model, ax=ax, importance_type='gain', show_values=False)

# plt.show()

• XGBoost の各特徴量の重要度を上位から順に出力
• 'total_gain' ： 当該特徴量の分岐により得た目的関数の減少【おすすめ】

• 'total_cover' ： 当該特徴量により分岐させられたデータの数

• 'weight' ： 特徴量が分岐に現れた回数



Permutation Importance っぽい処理
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from   sklearn.model_selection import KFold

from   sklearn.metrics import mean_squared_error

import xgboost as xgb

# データ作成
drop_vars = ['Id', 'Street', 'Alley', 'LandContour', 'Utilities', 'LotConfig', 

'LandSlope', 'Neighborhood', 'Condition1', 'Condition2', 'BldgType', 'OverallCond', 

'RoofStyle', 'RoofMatl', 'Exterior1st', 'Exterior2nd', 'ExterCond', 'BsmtCond', 

'BsmtFinType2', 'BsmtFinSF2', 'Heating', 'Electrical', 'LowQualFinSF', 'BsmtFullBath', 

'BsmtHalfBath', 'BedroomAbvGr', 'KitchenAbvGr', 'Functional', 'GarageQual', 'GarageCond', 

'EnclosedPorch', '3SsnPorch', 'ScreenPorch', 'PoolArea', 'PoolQC', 'MiscFeature', 

'MiscVal', 'MoSold', 'YrSold']

df2       = df.drop(drop_vars, axis=1)

train_x = df2.query('Is_train == 1').drop(['SalePrice', 'Is_train'], axis=1)

train_y = np.log1p(df2.query('Is_train == 1')['SalePrice'])

# XGBoost のパラメータ
params = {'booster': 'gbtree',

'objective': 'reg:squarederror',

'eta': 0.1,               # 初期値0.1、最後に0.05等を試す
'max_depth': 4,           # 初期値5、3～9を試す
'min_child_weight': 1,    # 初期値1、0.1,2,3,4,5,10を試す
'colsample_bytree': 0.8,  # 初期値0.8、0.6～1を試す
'colsample_bylevel': 1,

'subsample': 0.8,         # 初期値0.8、0.6～1を試す
'gamma': 0,

'alpha': 0,               # 初期値0、0.00001,0.01,0.1,100を試す
'lambda': 1,

'random_state': 777

}

num_round = 150



Permutation Importance っぽい処理 [重要度]
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# 元の重要度
dtrain = xgb.DMatrix(train_x, label=train_y)

dtest = xgb.DMatrix(test_x)

model  = xgb.train(params, dtrain, num_round)

dic = model.get_score(importance_type='total_gain')

dic = pd.DataFrame.from_dict(dic, orient='index').reset_index()

dic.columns = ['feature','score']

# 差分
result1 = pd.DataFrame(index=[], columns=['feature','score','score2'])

for i in train_x.columns.tolist():

tr_x = train_x.copy()

tr_x[i] = tr_x[i].sample(frac=1, random_state=777).reset_index(drop=True)

dtrain = xgb.DMatrix(tr_x, label=train_y)

model   = xgb.train(params, dtrain, num_round)

dic2    = model.get_score(importance_type='total_gain')

dic2    = pd.DataFrame.from_dict(dic2, orient='index').reset_index()

dic2.columns = ['feature','score2']

dic2    = pd.merge(dic, dic2, on='feature', how='outer')

result  = dic2[dic2['feature']==i]

result1 = result1.append(result)

# 結果
result1['Difference'] = result1['score'] - result1['score2']

result1 = result1.sort_values(['Difference'], ascending=False)

result1



Permutation Importance っぽい処理 [重要度]

33

• Permutation Importance
https://www.kaggle.com/dansbecker/permutation-importance

• eli5.sklearn.PermutationImportance が欠測を許容しないので自作

• 真面目にやる場合は、この作業を何回か繰り返して差分の平均を出す等

• 次頁では Root MSE（RMSE）について差分を出力（結果は省略）



Permutation Importance [RMSE]
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result2 = [0] * len(train_x.columns.tolist())

kf = KFold(n_splits=4, shuffle=True, random_state=777)

for tr_idx, va_idx in kf.split(train_x):

tr_x, va_x = train_x.iloc[tr_idx], train_x.iloc[va_idx]

tr_y, va_y = train_y.iloc[tr_idx], train_y.iloc[va_idx]

dtrain = xgb.DMatrix(tr_x, label=tr_y)

dvalid = xgb.DMatrix(va_x, label=va_y)

model      = xgb.train(params, dtrain, num_round)

va_pred = model.predict(dvalid)

score_org = mean_squared_error(va_y, va_pred)

scores = []

for i in train_x.columns.tolist():

tmp_x = train_x.copy()

tmp_x[i]   = tmp_x[i].sample(frac=1, random_state=777).reset_index(drop=True)

tr_x, va_x = tmp_x.iloc[tr_idx], tmp_x.iloc[va_idx]

dvalid = xgb.DMatrix(va_x, label=va_y)

va_pred = model.predict(dvalid)

score      = mean_squared_error(va_y, va_pred)

scores.append(np.sqrt(score) - np.sqrt(score_org)) # 通常は rmse との比を取る
result2 = [x + y for (x, y) in zip(result2, scores)]

result2 = [x / 4 for x in result2]

result2 = pd.DataFrame({'feature':train_x.columns.tolist(), 'RootMSE':result2},

index=None)

result2 = result2.reset_index(drop=True).sort_values(['RootMSE'], ascending=False)

result2.style.background_gradient()



説明変数の選択①
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# 結果をマージ
r.columns = ['feature','r']

r          = r.query("feature != 'SalePrice'")

result_all = pd.merge(imp, r, on='feature', how='outer')

result_all = pd.merge(result_all, result2, on='feature', how='outer')

result_all = pd.merge(result_all, result1, on='feature', how='outer')

# 表示
from pandasgui import show

show(result_all)



説明変数の選択①

赤色： 重要度関係⇒10以上、相関係数⇒0.7以上、Root MSE⇒0.002以上、橙色：重要度関係⇒5以上、相関係数⇒0.5以上、
Root MSE⇒0.001以上、黄色：重要度関係⇒1以上、相関係数⇒0.3以上、Root MSE⇒0.0005以上 36

# feature Importance r RootMSE_Diff. Imp_Diff.
1 OverallQual 85.091 0.791 0.05049 82.592 
2 GrLivArea 77.220 0.709 0.05444 73.735 
3 TotalBsmtSF 56.829 0.614 0.01244 53.183 
4 GarageCars 28.563 0.647 0.00601 27.584 
5 GarageFinish 22.110 0.549 0.00222 21.529 
6 FireplaceQu 18.740 0.526 0.00323 18.230 
7 YearRemodAdd 17.864 0.507 0.00774 14.062 
8 LotArea 16.888 0.264 0.00720 12.212 
9 ExterQual 15.781 0.683 0.00189 14.723 

10 BsmtFinSF1 14.594 0.386 0.00693 10.739 
11 KitchenQual 14.470 0.660 0.00279 13.460 
12 GarageYrBlt 11.156 0.486 0.00341 5.704 
13 GarageArea 11.111 0.623 0.00214 6.765 
14 MSZoning 9.273 0.325 0.00659 8.216 
15 1stFlrSF 9.235 0.606 0.00170 4.497 
16 BsmtQual 7.540 0.649 0.00140 6.860 
17 YearBuilt 6.855 0.523 0.00365 2.626 
18 BsmtUnfSF 5.905 0.214 0.00233 1.613 
19 LotFrontage 5.332 0.352 0.00105 0.020 
20 CentralAir 4.934 0.251 0.00240 4.895 
21 2ndFlrSF 3.280 0.319 0.00046 1.771 



説明変数の選択①
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赤色： 重要度関係⇒10以上、相関係数⇒0.7以上、Root MSE⇒0.002以上、橙色：重要度関係⇒5以上、相関係数⇒0.5以上、
Root MSE⇒0.001以上、黄色：重要度関係⇒1以上、相関係数⇒0.3以上、Root MSE⇒0.0005以上

# feature Importance r RootMSE_Diff. Imp_Diff.
22 OpenPorchSF 3.035 0.316 0.00015 0.797 
23 BsmtExposure 2.941 0.122 0.00148 1.986 
24 SaleConditionAbnorml 2.663 -0.118 0.00117 2.574 
25 WoodDeckSF 2.580 0.324 0.00012 0.771 
26 HeatingQC 1.964 0.428 0.00113 1.230 
27 SaleConditionFamily 1.439 -0.046 0.00040 1.419 
28 MSSub30 1.418 -0.239 0.00116 1.325 
29 MasVnrArea 1.353 0.477 -0.00020 -1.649 
30 BsmtFinType1 1.158 0.436 -0.00001 0.501 
31 Exterior1_N 1.104 0.384 0.00111 0.286 
32 PavedDrive 1.067 0.231 0.00017 0.894 
33 SaleType 1.062 0.281 0.00030 -0.011 
34 HalfBath 0.959 0.305 0.00053 0.765 
35 TotRmsAbvGrd 0.941 0.534 -0.00089 -0.843 
36 Fireplaces 0.930 0.470 -0.00023 0.315 
37 LotShape 0.824 0.266 0.00073 -0.150 
38 FullBath 0.688 0.571 0.00071 0.410 
39 GarageTypeCarPort 0.564 -0.070 0.00002 0.540 
40 Exterior2_N 0.483 0.372 -0.00009 -0.276 
41 MSSub50 0.466 -0.157 0.00001 0.402 
42 Foundation 0.364 0.500 -0.00001 -0.146 



説明変数の選択①
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赤色： 重要度関係⇒10以上、相関係数⇒0.7以上、Root MSE⇒0.002以上、橙色：重要度関係⇒5以上、相関係数⇒0.5以上、
Root MSE⇒0.001以上、黄色：重要度関係⇒1以上、相関係数⇒0.3以上、Root MSE⇒0.0005以上

# feature Importance r RootMSE_Diff. Imp_Diff.
43 MSSub70 0.347 -0.037 0.00016 0.194 
44 GarageTypeDetchd 0.305 -0.354 0.00016 0.031 
45 MasVnrType 0.299 0.428 -0.00002 -0.629 
46 Fence 0.282 0.155 0.00005 0.197 
47 SaleConditionNormal 0.277 -0.154 0.00017 -0.143 
48 HouseStyleSLvl 0.272 -0.039 -0.00012 0.194 
49 MSSub80 0.257 -0.029 0.00004 0.222 
50 MSSub90 0.193 -0.115 -0.00013 -0.653 
51 MSSub20 0.136 0.041 0.00000 -0.153 
52 GarageType2Types 0.112 -0.024 0.00000 
53 GarageTypeBasment 0.087 -0.029 -0.00004 -0.184 
54 HouseStyle1.5Fin 0.074 -0.163 -0.00004 0.028 
55 MSSub85 0.070 -0.049 0.00000 0.012 
56 HouseStyle1Story 0.069 -0.062 0.00002 -0.113 
57 MSSub160 0.059 -0.113 0.00008 -0.485 
58 HouseStyle1.5Unf 0.057 -0.088 0.00001 
59 MSSub190 0.056 -0.094 -0.00019 
60 SaleConditionAdjLand 0.044 -0.051 0.00000 
61 GarageTypeAttchd 0.032 0.336 0.00020 -0.216 
62 MSSub60 0.028 0.377 0.00002 -0.257 
63 SaleConditionPartial 0.023 0.352 -0.00004 -0.366 



説明変数の選択①
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赤色： 重要度関係⇒10以上、相関係数⇒0.7以上、Root MSE⇒0.002以上、橙色：重要度関係⇒5以上、相関係数⇒0.5以上、
Root MSE⇒0.001以上、黄色：重要度関係⇒1以上、相関係数⇒0.3以上、Root MSE⇒0.0005以上

# feature Importance r RootMSE_Diff. Imp_Diff.
64 MSSub45 0.021 -0.083 0.00001 
65 HouseStyle2.5Fin 0.037 0.00002 
66 HouseStyleSFoyer -0.093 0.00001 
67 MSSub75 0.015 0.00000 
68 MSSub40 -0.016 0.00000 
69 MSSub180 -0.082 0.00000 
70 GarageTypenan -0.237 0.00000 
71 MSSub120 0.063 0.00000 
72 GarageTypeBuiltIn 0.235 -0.00001 
73 HouseStyle2Story 0.243 -0.00002 
74 SaleConditionAlloca -0.016 -0.00003 
75 HouseStyle2.5Unf -0.026 -0.00006 



説明変数の選択①
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# 重要そうな変数38個に絞る（Root MSEの大きい順）
select_vars = ['GrLivArea', 'OverallQual', 'TotalBsmtSF', 'YearRemodAdd', 'LotArea', 
'BsmtFinSF1', 'MSZoning', 'GarageCars', 'YearBuilt', 'GarageYrBlt', 'FireplaceQu', 
'KitchenQual', 'CentralAir', 'BsmtUnfSF', 'GarageFinish', 'GarageArea', 'ExterQual', 
'1stFlrSF', 'BsmtExposure', 'BsmtQual', 'SaleConditionAbnorml', 'MSSub30', 'HeatingQC', 
'Exterior1_N', 'LotFrontage', 'LotShape', 'FullBath', 'HalfBath', '2ndFlrSF', 
'SaleConditionFamily', 'SaleType', 'GarageTypeAttchd', 'PavedDrive', 
'SaleConditionNormal', 'MSSub70', 'GarageTypeDetchd', 'OpenPorchSF', 'WoodDeckSF']

train_x = df.query('Is_train == 1')[select_vars]
test_x = df.query('Is_train == 0')[select_vars]
train_y = np.log1p(df.query('Is_train == 1')['SalePrice'])
id      = df.query('Is_train == 0')['Id']

params = {'booster': 'gbtree',
'objective': 'reg:squarederror',

'eta': 0.08,              # 初期値0.1、最後に0.05等を試す
'max_depth': 4,           # 初期値5、3～9を試す
'min_child_weight': 1,    # 初期値1、0.1,2,3,4,5,10を試す
'colsample_bytree': 0.8,  # 初期値0.8、0.6～1を試す
'colsample_bylevel': 1,

'subsample': 0.8,         # 初期値0.8、0.6～1を試す
'gamma': 0,

'alpha': 0,               # 初期値0、0.00001,0.01,0.1,100を試す
'lambda': 1,
'random_state': 777

}

# ハイパーパラメータの設定、学習の実行、予測、提出用データ
dtrain = xgb.DMatrix(train_x, label=train_y)
dtest = xgb.DMatrix(test_x)
num_round = 300
model     = xgb.train(params, dtrain, num_round)
pred = np.expm1(model.predict(dtest))
out       = pd.DataFrame({'Id':id, 'SalePrice':pred})
out.to_csv('C:/py/housing/submission.csv',index=False)

kaggle のコンペの
score: 0.13448



説明変数の選択②
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def Greedy(base   = [],
candidates        = [],
cv                = 4,
n                 = 5,
objective         = 'reg:squarederror',
booster           = 'gbtree',
random_state = 777,
n_estimator = 150,
eta               = 0.1,
max_depth = 4,
min_child_weight = 1,
colsample_bytree = 0.8,
colsample_bylevel = 1,
subsample         = 0.8,
gamma             = 0,
alpha             = 0,
lambda_           = 1):

params = {'booster': booster,
'objective': objective,
'random_state': random_state,
'eta': eta,
'max_depth': max_depth,
'min_child_weight': min_child_weight,
'colsample_bytree': colsample_bytree,
'colsample_bylevel': colsample_bylevel,
'subsample': subsample,
'gamma': gamma,
'alpha': alpha,
'lambda': lambda_

}

• Greedy Forward Selection： 「現状の説明変数の候補」に、他の説明変数
を 1 つずつ入れてみて指標が改善する説明変数を探索する



説明変数の選択②
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best_score = [9999] * n # 指標によって初期値を変更（例：accracyの場合は0）
best_vars = [None] * n
kf = KFold(n_splits=cv, shuffle=True, random_state=random_state)
for candidate in candidates:

vars    = base + [candidate]
train_x = df.query('Is_train == 1')[vars]
train_y = np.log1p(df.query('Is_train == 1')['SalePrice'])
scores = []
for tr_idx, va_idx in kf.split(train_x):

tr_x, va_x = train_x.iloc[tr_idx], train_x.iloc[va_idx]
tr_y, va_y = train_y.iloc[tr_idx], train_y.iloc[va_idx]
dtrain = xgb.DMatrix(tr_x, label=tr_y)
dvalid = xgb.DMatrix(va_x, label=va_y)
num_round = n_estimator
model      = xgb.train(params, dtrain, num_round)
va_pred = model.predict(dvalid)
score      = mean_squared_error(va_y, va_pred)
scores.append(score)

tmp_score = np.mean(scores)

for i in range(n):
if tmp_score < best_score[i]: # 指標によって不等号の向きを変更

for j in range(n-1, i, -1):
best_vars[j] = best_vars[j-1]
best_score[j]= best_score[j-1]

best_vars[i]  = vars
best_score[i] = tmp_score
break

for i in range(n):
print('--- No. {} ---'.format(i+1))
print(best_vars[i])
print('score     = {}'.format(best_score[i]))

return(best_vars[0])



説明変数の選択②
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# 説明変数の候補
all = ['OverallQual', 'GrLivArea', 'TotalBsmtSF', 'GarageCars', 'GarageFinish', 'FireplaceQu', 'YearRemodAdd', 'LotArea', 'ExterQual', 
'BsmtFinSF1', 'KitchenQual', 'GarageYrBlt', 'GarageArea', 'MSZoning', '1stFlrSF', 'BsmtQual', 'YearBuilt', 'BsmtUnfSF', 'LotFrontage', 
'CentralAir', '2ndFlrSF', 'OpenPorchSF', 'BsmtExposure', 'SaleConditionAbnorml', 'WoodDeckSF', 'HeatingQC', 'SaleConditionFamily', 
'MSSub30', 'MasVnrArea', 'BsmtFinType1', 'Exterior1_N', 'PavedDrive', 'SaleType', 'HalfBath', 'TotRmsAbvGrd', 'Fireplaces', 'LotShape', 
'FullBath', 'GarageTypeCarPort', 'Exterior2_N', 'MSSub50', 'Foundation', 'MSSub70', 'GarageTypeDetchd', 'MasVnrType', 'Fence', 
'SaleConditionNormal', 'HouseStyleSLvl', 'MSSub80', 'MSSub90', 'MSSub20', 'GarageType2Types', 'GarageTypeBasment', 'HouseStyle1.5Fin', 
'MSSub85', 'HouseStyle1Story', 'MSSub160', 'HouseStyle1.5Unf', 'MSSub190', 'SaleConditionAdjLand', 'GarageTypeAttchd', 'MSSub60', 
'SaleConditionPartial', 'MSSub45', 'HouseStyle2Story', 'GarageTypeBuiltIn', 'MSSub120', 'HouseStyle2.5Fin', 'MSSub75', 
'SaleConditionAlloca', 'MSSub40', 'HouseStyle2.5Unf', 'MSSub180', 'HouseStyleSFoyer', 'GarageTypenan']

# 1回目
base = Greedy(candidates=all, n=3)

# 2～20回目
for i in range(2, 21):

print('#' + str(i))
cands = [x for x in all if x not in base]
base  = Greedy(base=base, candidates=cands, n=1)

#2
--- No. 1 ---
['OverallQual', 'GrLivArea']
score     = 0.040084676699588706
................................
#20 
--- No. 1 ---
['OverallQual', 'GrLivArea', 'YearBuilt', 'BsmtFinSF1', 'LotArea', 'MSZoning', 
'KitchenQual', 'GarageCars', 'HeatingQC', 'HalfBath', 'GarageFinish', 'Fireplaces', 
'CentralAir', 'BsmtExposure', 'MSSub30', 'MSSub90', 'FireplaceQu', 'WoodDeckSF', 
'HouseStyle1.5Unf', 'GarageArea'] 
score = 0.018847173187210846

--- No. 1 ---
['OverallQual']
score     = 0.05340266857814475
--- No. 2 ---
['GrLivArea']
score     = 0.07994350979240289
...............................
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# 前頁の選択結果
select_vars = ['OverallQual', 'GrLivArea', 'YearBuilt', 'BsmtFinSF1', 'LotArea', 

'MSZoning', 'KitchenQual', 'GarageCars', 'HeatingQC', 'HalfBath', 'GarageFinish', 
'Fireplaces', 'CentralAir', 'BsmtExposure', 'MSSub30', 'MSSub90', 'FireplaceQu', 
'WoodDeckSF', 'HouseStyle1.5Unf']

train_x = df.query('Is_train == 1')[select_vars]
test_x = df.query('Is_train == 0')[select_vars]
train_y = np.log1p(df.query('Is_train == 1')['SalePrice'])
id      = df.query('Is_train == 0')['Id']

params = {'booster': 'gbtree',
'objective': 'reg:squarederror',

'eta': 0.1,               # 初期値0.1、最後に0.05等を試す
'max_depth': 4,           # 初期値5、3～9を試す
'min_child_weight': 1,    # 初期値1、0.1,2,3,4,5,10を試す
'colsample_bytree': 0.8,  # 初期値0.8、0.6～1を試す
'colsample_bylevel': 1,

'subsample': 0.8,         # 初期値0.8、0.6～1を試す
'gamma': 0,

'alpha': 0,               # 初期値0、0.00001,0.01,0.1,100を試す
'lambda': 1,
'random_state': 777

}

mytuning(params=params, num_round=150, verbose=False) # スコアは 0.13630 だが・・・

# ハイパーパラメータの設定、学習の実行、予測、提出用データ
dtrain = xgb.DMatrix(train_x, label=train_y)
dtest = xgb.DMatrix(test_x)
num_round = 150
model     = xgb.train(params, dtrain, num_round)
pred = np.expm1(model.predict(dtest))
out       = pd.DataFrame({'Id':id, 'SalePrice':pred})
out.to_csv('C:/py/housing/submission.csv',index=False)

kaggle のコンペの
score: 0.14469

(悪くなった・・・)



メニュー

• データの準備、XGBoost の概要

• 連続データの回帰問題

• 前処理の例 → とりあえず予測

• 目的変数の分布の確認、説明変数の前処理

• 説明変数の選択・作成

• 説明変数の選択・作成 【やり直し】

• パラメータチューニング

• その他

※ 本資料では、普通の python を python、Google Colaboratory を Colab と略記
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Target Encoding について

• 「説明変数の前処理②」で行っていた Target Encoding は「単純に全体の
データから平均・中央値を取って、価格の順に encoding 」したもの
• これはリーク（バリデーションデータの目的変数の情報を誤って取り込んで学習すること

により、バリデーションで不当に高い値が出る状態）の有名な例

• Target Encoding は予測精度を高めやすい手法であるが、リークを起こしやすいので
取り扱いが難しい

• 次頁以降では、リークを起こしにくいとされる CatBoost Encoder を用いて
前処理をやり直す

• 参考文献：
• CatBoost Encoder

https://contrib.scikit-learn.org/category_encoders/catboost.html

• CatBoost の論文、リファレンス
https://papers.nips.cc/paper/2018/file/14491b756b3a51daac41c24863285549-Paper.pdf
https://catboost.ai/docs/concepts/algorithm-main-stages_cat-to-numberic.html

• Categorical Encoders and Benchmark
https://www.kaggle.com/subinium/11-categorical-encoders-and-benchmark

• Python: Target Encoding のやり方について
https://blog.amedama.jp/entry/target-mean-encoding-types
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import warnings
import numpy as np
import pandas            as pd
import matplotlib.pyplot as plt
import seaborn           as sns
import xgboost as xgb
from   sklearn.model_selection import KFold
from   sklearn.metrics import mean_squared_error
from   category_encoders.cat_boost import CatBoostEncoder
warnings.simplefilter('ignore', FutureWarning) # 警告を非表示

# train.csv と test.csv の結合
df1 = pd.read_csv('C:/py/housing/train.csv', header=0)
df0 = pd.read_csv('C:/py/housing/test.csv',  header=0)
df1["Is_train"] = 1
df0["Is_train"] = 0

# CatBoost Encoding
cat_vars = ['MSZoning', 'Street', 'Alley', 'LotShape', 'LandContour', 'Utilities',

'LotConfig', 'LandSlope', 'Neighborhood', 'Condition1', 'Condition2', 'BldgType',
'HouseStyle', 'RoofStyle', 'RoofMatl', 'Exterior1st', 'Exterior2nd', 'MasVnrType',
'ExterQual', 'ExterCond', 'Foundation', 'BsmtQual', 'BsmtCond', 'BsmtExposure',
'BsmtFinType1', 'BsmtFinType2', 'Heating', 'HeatingQC', 'CentralAir', 'Electrical',
'KitchenQual', 'Functional', 'FireplaceQu', 'GarageType', 'GarageFinish', 'GarageQual',
'GarageCond', 'PavedDrive', 'PoolQC', 'Fence', 'MiscFeature', 'SaleType',
'SaleCondition']

cbe = CatBoostEncoder()
target   = np.log1p(df1['SalePrice'])
df1_cbe  = cbe.fit_transform(df1[cat_vars], target) # カテゴリ変数が数値に変換される
df0_cbe  = cbe.transform(df0[cat_vars]) # カテゴリ変数が数値に変換される

# データの結合
df1 = df1.drop(cat_vars, axis=1) # カテゴリ変数を削除
df0 = df0.drop(cat_vars, axis=1) # カテゴリ変数を削除
df1 = pd.concat([df1, df1_cbe], axis=1) # 変換後のカテゴリ変数を結合
df0 = pd.concat([df0, df0_cbe], axis=1) # 変換後のカテゴリ変数を結合
df  = pd.concat([df1, df0])
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赤色： 重要度関係⇒10以上、相関係数⇒0.7以上、Root MSE⇒0.002以上、橙色：重要度関係⇒5以上、相関係数⇒0.5以上、
Root MSE⇒0.001以上、黄色：重要度関係⇒1以上、相関係数⇒0.3以上、Root MSE⇒0.0005以上

# feature Importance r RootMSE_Diff. Imp_Diff.
1 OverallQual 88.866 0.791 0.04903 88.389 
2 GrLivArea 87.534 0.709 0.06693 86.129 
3 Neighborhood 44.549 0.696 0.01587 41.440 
4 TotalBsmtSF 42.535 0.614 0.01495 40.235 
5 KitchenQual 21.665 0.653 0.00308 20.035 
6 BsmtFinSF1 19.676 0.386 0.00615 17.305 
7 GarageCars 18.144 0.640 0.00407 17.624 
8 FireplaceQu 16.840 0.526 0.00384 15.723 
9 GarageFinish 14.608 0.539 0.00201 13.709 

10 YearRemodAdd 14.551 0.507 0.00364 12.546 
11 LotArea 12.294 0.264 0.00746 10.536 
12 OverallCond 7.206 -0.078 0.00791 6.414 
13 MSZoning 5.902 0.316 0.00140 3.919 
14 GarageType 5.898 0.485 0.00125 5.058 
15 CentralAir 5.470 0.243 0.00224 4.490 
16 GarageArea 4.963 0.623 0.00256 2.222 
17 1stFlrSF 4.659 0.606 0.00417 3.134 
18 YearBuilt 4.398 0.523 0.00208 3.267 
19 GarageQual 4.376 0.266 0.00080 2.866 
20 SaleCondition 3.394 0.341 0.00139 1.170 
21 LotFrontage 3.286 0.352 0.00164 2.174 
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赤色： 重要度関係⇒10以上、相関係数⇒0.7以上、Root MSE⇒0.002以上、橙色：重要度関係⇒5以上、相関係数⇒0.5以上、
Root MSE⇒0.001以上、黄色：重要度関係⇒1以上、相関係数⇒0.3以上、Root MSE⇒0.0005以上

# feature Importance r RootMSE_Diff. Imp_Diff.
22 BsmtQual 3.146 0.661 0.00144 2.000 
23 BsmtExposure 3.096 0.362 0.00132 1.927 
24 GarageYrBlt 2.731 0.486 0.00211 -0.201 
25 ExterCond 2.387 0.128 0.00070 1.848 
26 Heating 2.337 0.079 0.00062 1.221 
27 2ndFlrSF 2.061 0.319 0.00066 1.772 
28 Condition1 1.993 0.153 0.00133 0.463 
29 OpenPorchSF 1.955 0.316 -0.00002 1.469 
30 HouseStyle 1.910 0.267 0.00001 0.654 
31 WoodDeckSF 1.791 0.324 0.00029 1.307 
32 Exterior2nd 1.743 0.339 0.00035 0.303 
33 Fence 1.536 0.170 0.00007 0.817 
34 BsmtFinType1 1.504 0.442 0.00058 -0.018 
35 Functional 1.462 0.076 0.00044 0.363 
36 BsmtUnfSF 1.360 0.214 0.00045 0.033 
37 HeatingQC 1.330 0.431 0.00051 0.579 
38 LotConfig 1.276 0.110 0.00037 0.422 
39 SaleType 1.197 0.342 0.00027 -1.634 
40 ScreenPorch 1.192 0.111 0.00070 1.072 
41 BsmtFullBath 1.150 0.227 0.00067 1.090 
42 MoSold 1.131 0.046 0.00008 0.632 
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赤色： 重要度関係⇒10以上、相関係数⇒0.7以上、Root MSE⇒0.002以上、橙色：重要度関係⇒5以上、相関係数⇒0.5以上、
Root MSE⇒0.001以上、黄色：重要度関係⇒1以上、相関係数⇒0.3以上、Root MSE⇒0.0005以上

# feature Importance r RootMSE_Diff. Imp_Diff.
43 Alley 1.117 0.119 0.00010 0.365 
44 EnclosedPorch 1.096 -0.129 0.00016 1.049 
45 BldgType 1.052 0.161 0.00009 0.258 
46 BsmtCond 1.018 0.209 -0.00026 -0.073 
47 Foundation 0.894 0.494 -0.00006 -0.757 
48 LandSlope 0.891 0.010 0.00018 0.278 
49 Fireplaces 0.840 0.467 0.00012 0.801 
50 Exterior1st 0.840 0.354 -0.00002 -0.551 
51 PavedDrive 0.834 0.223 0.00036 0.010 
52 LandContour 0.818 0.118 -0.00004 -0.111 
53 LotShape 0.744 0.249 0.00031 -0.397 
54 RoofStyle 0.729 0.199 -0.00041 -0.621 
55 BsmtFinType2 0.577 0.140 0.00004 -0.147 
56 ExterQual 0.530 0.668 -0.00051 -0.321 
57 YrSold 0.527 -0.029 0.00021 0.392 
58 MasVnrType 0.526 0.420 0.00004 -0.917 
59 FullBath 0.465 0.561 0.00061 0.352 
60 GarageCond 0.407 0.272 0.00017 -0.658 
61 BsmtFinSF2 0.400 -0.011 0.00005 0.127 
62 MiscFeature 0.384 0.048 0.00008 -0.297 
63 PoolArea 0.376 0.092 0.00003 
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赤色： 重要度関係⇒10以上、相関係数⇒0.7以上、Root MSE⇒0.002以上、橙色：重要度関係⇒5以上、相関係数⇒0.5以上、
Root MSE⇒0.001以上、黄色：重要度関係⇒1以上、相関係数⇒0.3以上、Root MSE⇒0.0005以上

# feature Importance r RootMSE_Diff. Imp_Diff.
64 KitchenAbvGr 0.346 -0.136 -0.00005 -0.011 
65 MasVnrArea 0.338 0.477 -0.00009 -0.563 
66 Electrical 0.321 0.229 0.00022 -1.080 
67 BedroomAbvGr 0.320 0.168 -0.00004 0.105 
68 TotRmsAbvGrd 0.316 0.534 -0.00051 -0.918 
69 RoofMatl 0.297 0.115 0.00028 -0.546 
70 HalfBath 0.293 0.284 0.00027 
71 PoolQC 0.253 0.029 -0.00002 -0.266 
72 Street 0.224 -0.004 0.00013 -0.365 
73 MSSubClass 0.222 -0.084 0.00018 -0.564 
74 Utilities 0.216 -0.023 -0.00003 -0.410 
75 Condition2 0.169 0.030 0.00010 -0.696 
76 BsmtHalfBath 0.097 -0.017 0.00005 
77 LowQualFinSF 0.087 -0.026 0.00000 0.048 
78 MiscVal -0.021 0.00000 
79 3SsnPorch 0.045 -0.00001 
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def corr(df, method='pearson'):

r_tmp = df[all].corr(method=method) 

cols  = r_tmp.columns

n     = len(cols)

m     = int(n*(n-1)/2)

var1  = [''] * m

var2  = [''] * m

r     = [-999]  * m

k     = 0

for i in range(n):

for j in range(n):

if i < j:

var1[k] = cols[i]

var2[k] = cols[j]

r[k]    = r_tmp.iloc[i,j]

k       = k + 1

return(pd.DataFrame( ¥

{'var1': var1, 'var2': var2, 'r': r}).¥

sort_values(['r'], ascending=False))

r = corr(df[all])

• 説明変数同士の相関（多重共線性が無いかどうか確認）
var1 var2 r

Exterior1st Exterior2nd 0.9184 

GarageCars GarageArea 0.8897 

SaleType SaleCondition 0.8779 
YearBuilt GarageYrBlt 0.8348 

GarageQual GarageCond 0.8343 

Fireplaces FireplaceQu 0.8238 
GrLivArea TotRmsAbvGrd 0.8084 

TotalBsmtSF 1stFlrSF 0.8017 

OverallQual ExterQual 0.7288 
ExterQual KitchenQual 0.7187 
GarageType GarageFinish 0.7166 
YearBuilt BsmtQual 0.7088 

YearBuilt Foundation 0.7008 

OverallQual Neighborhood 0.6994 

YearBuilt Neighborhood 0.6967 
OverallQual BsmtQual 0.6965 

GarageYrBlt Foundation 0.6810 
Neighborhood BsmtQual 0.6794 
OverallQual KitchenQual 0.6740 

BedroomAbvGr TotRmsAbvGrd 0.6697 
ExterQual BsmtQual 0.6692 
GarageYrBlt BsmtQual 0.6620 
Foundation BsmtQual 0.6617 

Neighborhood ExterQual 0.6574 
2ndFlrSF GrLivArea 0.6551 

YearRemodAdd GarageYrBlt 0.6524 

BsmtFinSF1 BsmtFullBath 0.6388 

GrLivArea FullBath 0.6303 
: : :
KitchenAbvGr BldgType -0.5922
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# 重要そうな変数（RMSEの差 > 0）に絞る
select_vars = ['GrLivArea', 'OverallQual', 'Neighborhood', 'TotalBsmtSF', 'OverallCond', 'LotArea',
'BsmtFinSF1', '1stFlrSF', 'GarageCars', 'FireplaceQu', 'YearRemodAdd', 'KitchenQual', 'GarageArea',
'CentralAir', 'GarageYrBlt', 'YearBuilt', 'GarageFinish', 'LotFrontage', 'BsmtQual', 'MSZoning',
'SaleCondition', 'Condition1', 'BsmtExposure', 'GarageType', 'GarageQual', 'ScreenPorch', 'ExterCond',
'BsmtFullBath', '2ndFlrSF', 'Heating', 'FullBath', 'BsmtFinType1', 'HeatingQC', 'BsmtUnfSF',
'Functional', 'LotConfig', 'PavedDrive', 'Exterior2nd', 'LotShape', 'WoodDeckSF', 'RoofMatl',
'HalfBath', 'SaleType', 'Electrical', 'YrSold', 'LandSlope', 'MSSubClass', 'GarageCond',
'EnclosedPorch', 'Street', 'Fireplaces', 'Condition2', 'Alley', 'BldgType', 'MoSold', 'MiscFeature',
'Fence', 'BsmtFinSF2', 'BsmtHalfBath', 'MasVnrType', 'BsmtFinType2', 'PoolArea', 'HouseStyle']

train_x = df.query('Is_train == 1')[select_vars]
test_x = df.query('Is_train == 0')[select_vars]
train_y = np.log1p(df.query('Is_train == 1')['SalePrice'])
id      = df.query('Is_train == 0')['Id']

params = {'booster': 'gbtree',
'objective': 'reg:squarederror',
'eta': 0.08,              # 初期値0.1、最後に0.05等を試す
'max_depth': 3,           # 初期値5、3～9を試す
'min_child_weight': 1,    # 初期値1、0.1,2,3,4,5,10を試す
'colsample_bytree': 0.41, # 初期値0.8、0.6～1を試す
'colsample_bylevel': 1,
'subsample': 0.81,        # 初期値0.8、0.6～1を試す
'gamma': 0,
'alpha': 0.00001,         # 初期値0、0.00001,0.01,0.1,100を試す
'lambda': 1,
'random_state': 777

}
mytuning(params=params, num_round=500, verbose=False)      # 0.1260378

# ハイパーパラメータの設定、学習の実行、予測、提出用データ
dtrain = xgb.DMatrix(train_x, label=train_y)
dtest = xgb.DMatrix(test_x)
num_round = 500
model     = xgb.train(params, dtrain, num_round)
pred = np.expm1(model.predict(dtest))
out       = pd.DataFrame({'Id':id, 'SalePrice':pred})
out.to_csv('C:/py/housing/submission.csv',index=False) kaggle のコンペの

score: 0.12743
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cands = ['GrLivArea', 'OverallQual', 'Neighborhood', 'TotalBsmtSF', 

'OverallCond', 'LotArea', 'BsmtFinSF1', '1stFlrSF', 'GarageCars', 

'FireplaceQu', 'YearRemodAdd', 'KitchenQual', 'GarageArea', 

'CentralAir', 'GarageYrBlt',  'YearBuilt', 'GarageFinish', 

'LotFrontage', 'BsmtQual', 'MSZoning', 'SaleCondition', 'Condition1',  

'BsmtExposure', 'GarageType', 'GarageQual', 'ScreenPorch', 'ExterCond', 

'BsmtFullBath', '2ndFlrSF',  'Heating', 'FullBath', 'BsmtFinType1', 

'HeatingQC', 'BsmtUnfSF', 'Functional', 'LotConfig', 'PavedDrive',  

'Exterior2nd', 'LotShape', 'WoodDeckSF', 'RoofMatl', 'HalfBath', 

'SaleType', 'Electrical', 'YrSold',  'LandSlope', 'MSSubClass', 

'GarageCond', 'EnclosedPorch', 'Street', 'Fireplaces', 'Condition2', 

'Alley',  'BldgType', 'MoSold', 'MiscFeature', 'Fence', 'BsmtFinSF2', 

'BsmtHalfBath', 'MasVnrType', 'BsmtFinType2',  'PoolArea', 

'HouseStyle']

# 1～20回目
for i in range(1, 21):

print('#' + str(i))

cands = Greedy_Back(candidates=cands, n=1)

• Greedy Backward Selection： 「必ず入れたい説明変数の候補」に、他の
説明変数を全て入れた後、1 つずつ除いてみて指標が改善する説明変数
を探索する ⇒ あまり上手くいかず・・・



メニュー

• データの準備、XGBoost の概要

• 連続データの回帰問題

• 前処理の例 → とりあえず予測

• 目的変数の分布の確認、説明変数の前処理

• 説明変数の選択・作成

• 説明変数の選択・作成 【やり直し】

• パラメータチューニング

• その他

※ 本資料では、普通の python を python、Google Colaboratory を Colab と略記
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XGBoost.train() のパラメータ
• seed：乱数のシード
• n_jobs：スレッド数、-1 でフル稼働
• booster： "gbtree" 、"dart" が適している場合もあるが稀
• objective："reg:squarederror"(回帰、平均二乗誤差を最小化)、"reg:squaredlogerror"(回帰、

squared log loss を最小化)、"binary:logistic"( 2 値分類、log lossを最小化、確率を返す)、
"count:poisson"( poisson 回帰)、"survival:cox"( Cox 回帰)、"multi:softprob"(多値分類)、他

• eval_metric：デフォルトは objective に指定された手法に応じた指標（回帰："rmse"、
分類："logloss")；"rmsle"、"mae"、"error"( 2 値分類：1-accuracy )、"merror"(多値分類)、他

• num_round [n_estimators]：決定木の本数
• eta [learning_rate]：学習率、デフォルトは 0.3 だが、0.05 又は 0.1
• max_depth：決定木の深さ、デフォルトは 6 で、3～9
• gamma：決定木を分岐させるために最低限減らすべき目的関数の値、値が大きいと分岐しづらい

（過学習防止）が、デフォルトである 0 で良い？
• min_child_weight：葉を構成する最小データ数、値が大きいと過学習防止、デフォルトは1で、0.1～10
• subsample：決定木ごとに学習データの行をsamplingする割合、値が小さいと過学習防止、デフォル

トは 1 だが、0.6～0.95
• colsample_bytree：決定木ごとに特徴量の列をsamplingする割合、値が小さいと過学習防止、デフォ

ルトは 1 で、0.6～1
• colsample_bylevel：深さごとに特徴量の列をsamplingする割合、デフォルトは 1 で、0.5～1、0.3 程度

に下げる場合も
• alpha [reg_alpha]：L1 正則化の強さ、値が大きいと過学習防止、デフォルトは 0、調整は後回し
• lambda [reg_lambda]：L2 正則化の強さ、値が大きいと過学習防止、デフォルトは 1、調整は後回し

※ XGBRegressor() と XGBClassifier() は、num_round と eta は [n_estimators] [learning_rate] に
https://xgboost.readthedocs.io/en/latest/parameter.html 56



① hyperopt でパラメータチューニング
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import numpy as np

from   sklearn.model_selection import KFold

from   sklearn.metrics import log_loss

from   hyperopt import STATUS_OK, Trials, fmin, hp, tpe

import xgboost as xgb

def score(params):

num_round = int(params['n_estimators'])

kf = KFold(n_splits=4, shuffle=True, random_state=777)

scores    = []

del params['n_estimators']

for tr_idx, va_idx in kf.split(train_x):

tr_x, va_x = train_x.iloc[tr_idx], train_x.iloc[va_idx]

tr_y, va_y = train_y.iloc[tr_idx], train_y.iloc[va_idx]

dtrain = xgb.DMatrix(tr_x, label=tr_y)

dvalid = xgb.DMatrix(va_x, label=va_y)

model      = xgb.train(params, dtrain, num_round)

va_pred = model.predict(dvalid, ntree_limit=model.best_iteration + 1)

score      = mean_squared_error(va_y, va_pred)   # 適当な評価関数に変更
scores.append(np.sqrt(score))

loss = np.mean(scores)   # 値が大きい方が良い指標である場合は (-1) を掛ける
return {'loss': loss, 'status': STATUS_OK}
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def optimize(trials):

space = {'seed': 777,

'booster': 'gbtree',

'objective': 'reg:squarederror',

'eval_metric': 'rmse',

'n_estimators': hp.quniform('n_estimators', 100, 1000, 1),

'eta': hp.quniform('eta', 0.025, 0.5, 0.001),

'max_depth': 3,   # 2, 3, 4, 5 を決め打ちで試す
'min_child_weight': hp.loguniform('min_child_weight', np.log(0.1), 

np.log(10)),

'colsample_bytree': hp.quniform('colsample_bytree', 0.2, 1, 0.01),

'colsample_bylevel': hp.quniform('colsample_bylevel', 0.1, 1, 0.01),

'subsample': hp.quniform('subsample', 0.6, 1, 0.01),

'gamma': hp.loguniform('gamma', np.log(1e-9), np.log(1.0)),

'alpha' : hp.loguniform('alpha', np.log(1e-9), np.log(1.0)),

'lambda' : hp.loguniform('lambda', np.log(1e-6), np.log(10.0))

}

best = fmin(score, space, algo=tpe.suggest, trials=trials, max_evals=150)

return best   # 探索回数は25回程度でもOK、100回あれは十分探索可能

trials = Trials()

best   = optimize(trials)

print(best)     # 結果は次頁のパラメータ
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# ハイパーパラメータの設定、学習の実行、予測、提出用データ
dtrain = xgb.DMatrix(train_x, label=train_y)

dtest = xgb.DMatrix(test_x)

# n_estimators→num_round

num_round = 980

params     = {'max_depth': 3, 'alpha': 0.00440521364414375, 

'colsample_bylevel': 0.38, 'colsample_bytree': 0.7000000000000001, 'eta': 

0.026000000000000002, 'gamma': 2.9000361290318213e-07, 'lambda': 

0.0003089335955315187, 'min_child_weight': 0.6535932425761198, 'subsample': 

0.79}

model     = xgb.train(params, dtrain, num_round)

pred = np.expm1(model.predict(dtest))

# CV

mytuning(params=params, num_round=num_round)           # 0.12597

out       = pd.DataFrame({'Id':id, 'SalePrice':pred})  # 0.12680

out.to_csv('C:/py/housing/submission.csv',index=False)

kaggle のコンペの
score: 0.12680
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result2 = [0] * len(train_x.columns.tolist())
kf = KFold(n_splits=4, shuffle=True, random_state=777)
for tr_idx, va_idx in kf.split(train_x):
tr_x, va_x = train_x.iloc[tr_idx], train_x.iloc[va_idx]
tr_y, va_y = train_y.iloc[tr_idx], train_y.iloc[va_idx]
dtrain = xgb.DMatrix(tr_x, label=tr_y)
dvalid = xgb.DMatrix(va_x, label=va_y)
model      = xgb.train(params, dtrain, num_round)
va_pred = model.predict(dvalid)
score_org = mean_squared_error(va_y, va_pred)

scores = []
for i in train_x.columns.tolist():
tmp_x = train_x.copy()
tmp_x[i]   = tmp_x[i].sample(frac=1, random_state=777).reset_index(drop=True)
tr_x, va_x = tmp_x.iloc[tr_idx], tmp_x.iloc[va_idx]
dvalid = xgb.DMatrix(va_x, label=va_y)
va_pred = model.predict(dvalid)
score      = mean_squared_error(va_y, va_pred)
scores.append(np.sqrt(score) - np.sqrt(score_org)) # 通常は rmse との比を取る

result2 = [x + y for (x, y) in zip(result2, scores)]
result2 = [x / 4 for x in result2]
result2 = pd.DataFrame({'feature':train_x.columns.tolist(), 'RootMSE':result2}, 
index=None)
result2 = result2.reset_index(drop=True).sort_values(['RootMSE'], ascending=False)
result2.style.background_gradient()

# RMSEが負となった変数を削除
train_x = train_x.drop(['Street', 'MasVnrType', 'Alley', 'EnclosedPorch',
'HouseStyle', 'BsmtFinType2', 'BldgType'], axis=1)

test_x = test_x.drop(['Street', 'MasVnrType', 'Alley', 'EnclosedPorch',
'HouseStyle', 'BsmtFinType2', 'BldgType'], axis=1)
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# ハイパーパラメータの設定、学習の実行、予測、提出用データ
dtrain = xgb.DMatrix(train_x, label=train_y)

dtest = xgb.DMatrix(test_x)

# n_estimators→num_round

num_round = 980

params     = {'max_depth': 3, 'alpha': 0.00440521364414375, 

'colsample_bylevel': 0.38, 'colsample_bytree': 0.7000000000000001, 'eta': 

0.026000000000000002, 'gamma': 2.9000361290318213e-07, 'lambda': 

0.0003089335955315187, 'min_child_weight': 0.6535932425761198, 'subsample': 

0.79}

# CV

mytuning(params=params, num_round=num_round)          # 0.12377

model     = xgb.train(params, dtrain, num_round)

pred = np.expm1(model.predict(dtest))

out       = pd.DataFrame({'Id':id, 'SalePrice':pred}) # 0.12591

out.to_csv('C:/py/housing/submission.csv',index=False)

kaggle のコンペの
score: 0.12591
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select_vars = ['GrLivArea', 'OverallQual', 'Neighborhood', 'TotalBsmtSF',
'OverallCond', 'LotArea', 'BsmtFinSF1', '1stFlrSF', 'GarageCars', 'FireplaceQu',
'YearRemodAdd', 'KitchenQual', 'GarageArea', 'CentralAir', 'GarageYrBlt',
'YearBuilt', 'GarageFinish', 'LotFrontage', 'BsmtQual', 'MSZoning',
'SaleCondition', 'Condition1', 'BsmtExposure', 'GarageType', 'GarageQual',
'ScreenPorch', 'ExterCond', 'BsmtFullBath', '2ndFlrSF', 'Heating', 'FullBath',
'BsmtFinType1', 'HeatingQC', 'BsmtUnfSF', 'Functional', 'LotConfig',
'Exterior2nd', 'WoodDeckSF', 'RoofMatl', 'HalfBath', 'SaleType', 'Electrical',
'YrSold', 'LandSlope', 'MSSubClass', 'Fireplaces', 'Condition2', 'MoSold',
'Fence', 'BsmtFinSF2', 'BsmtHalfBath', 'PoolArea']

train_x = df.query('Is_train == 1')[select_vars]
test_x = df.query('Is_train == 0')[select_vars]
train_y = np.log1p(df.query('Is_train == 1')['SalePrice'])
id      = df.query('Is_train == 0')['Id']

trials  = Trials()
best    = optimize(trials)
print(best)

# ハイパーパラメータの設定、学習の実行、予測、提出用データ
dtrain = xgb.DMatrix(train_x, label=train_y)
dtest = xgb.DMatrix(test_x)

# n_estimators→num_round
num_round = 600
params     = {'max_depth': 3, 'alpha': 5.26026169268709e-05, 'colsample_bylevel': 
0.37, 'colsample_bytree': 0.52, 'eta': 0.029, 'gamma': 8.140200939915681e-09, 
'lambda': 0.017369833907263488, 'min_child_weight': 0.14067910377458015, 
'subsample': 0.97}

# CV
mytuning(params=params, num_round=num_round)          # 0.12640

model     = xgb.train(params, dtrain, num_round)
pred = np.expm1(model.predict(dtest))
out       = pd.DataFrame({'Id':id, 'SalePrice':pred}) # 0.12474
out.to_csv('C:/py/housing/submission.csv',index=False)

kaggle のコンペの
score: 0.12474



メニュー

• データの準備、XGBoost の概要

• 連続データの回帰問題

• 前処理の例 → とりあえず予測

• 目的変数の分布の確認、説明変数の前処理

• 説明変数の選択・作成

• 説明変数の選択・作成 【やり直し】

• パラメータチューニング

• その他

※ 本資料では、普通の python を python、Google Colaboratory を Colab と略記
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準備：データの間違い修正、外れ値処理
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# train.csv と test.csv の結合
df1 = pd.read_csv('C:/py/housing/train.csv', header=0)
df0 = pd.read_csv('C:/py/housing/test.csv',  header=0)
df1["Is_train"] = 1
df0["Is_train"] = 0

# CatBoost Encoding
all_vars = df1.columns.to_list()
cat_vars = df1.select_dtypes(include='object').columns.to_list() + ['MSSubClass', 
'MoSold', 'YrSold'] # 'number' や ['int64','float64'] も指定可
num_vars = [x for x in all_vars if x not in cat_vars + ['Id', 'SalePrice', 'Is_train']]

cbe = CatBoostEncoder()
target   = np.log1p(df1['SalePrice'])
df1_cbe  = cbe.fit_transform(df1[cat_vars], target) # カテゴリ変数が数値に変換される
df0_cbe  = cbe.transform(df0[cat_vars])             # カテゴリ変数が数値に変換される

# データの結合
df1 = df1.drop(cat_vars, axis=1)        # カテゴリ変数を削除
df0 = df0.drop(cat_vars, axis=1)        # カテゴリ変数を削除
df1 = pd.concat([df1, df1_cbe], axis=1) # 変換後のカテゴリ変数を結合
df0 = pd.concat([df0, df0_cbe], axis=1) # 変換後のカテゴリ変数を結合
df  = pd.concat([df1, df0])

# データの間違い修正
x = 'GarageYrBlt'
df[x] = df[x].apply(lambda x : 2007 if x == 2207 else x)

# 外れ値処理（要否は不明…）
for x in num_vars:

lower = np.mean(df[x]) - 3 * np.std(df[x])
upper = np.mean(df[x]) + 3 * np.std(df[x])
df[x] = np.where(df[x] < lower, lower, df[x]) # df[x] = np.clip(df[x], lower, upper)
df[x] = np.where(df[x] > upper, upper, df[x]) #

# データの分割
train_x = df.query('Is_train == 1').drop(['Id', 'SalePrice', 'Is_train'], axis=1)
train_y = np.log1p(df.query('Is_train == 1')['SalePrice'])
test_x = df.query('Is_train == 0').drop(['Id', 'SalePrice', 'Is_train'], axis=1)
id      = df.query('Is_train == 0')['Id']



import optuna

def objective(trial):
dtrain = xgb.DMatrix(train_x, label=train_y)
dtest = xgb.DMatrix(test_x)

param = {'seed': SEED,
'booster': 'gbtree',
'objective': 'reg:squarederror',
'eval_metric': 'rmse',

# 'eta': trial.suggest_discrete_uniform('eta', 0.025, 0.5, 0.001),
'eta': trial.suggest_uniform('eta', 1e-9, 0.5),
'max_depth': trial.suggest_int('max_depth', 1, 9),
'min_child_weight': trial.suggest_loguniform('min_child_weight', 1e-9, 10),
'colsample_bytree': trial.suggest_uniform('colsample_bytree', 1e-9, 1),
'colsample_bylevel': trial.suggest_uniform('colsample_bylevel', 1e-9, 1),
'subsample': trial.suggest_uniform('subsample', 1e-9, 1),
'gamma': trial.suggest_loguniform('gamma', 1e-9, 1.0),
'alpha': trial.suggest_loguniform('alpha', 1e-9, 1.0),
'lambda': trial.suggest_loguniform('lambda', 1e-9, 10.0),
'grow_policy': trial.suggest_categorical('grow_policy', ['depthwise', 'lossguide'])

}
xgb_cv_results = xgb.cv(params=param, dtrain=dtrain, num_boost_round=10000, nfold=N_FOLDS,  

early_stopping_rounds=100, seed=SEED, stratified=False, verbose_eval=False)
trial.set_user_attr('n_estimators', len(xgb_cv_results))
best_score = xgb_cv_results['test-rmse-mean'].values[-1]
return best_score

パラメータチューニング： ベイズ最適化 optuna
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• suggest_categorical('grow_policy', ['depthwise', 'lossguide'])：選択肢から選択

• suggest_int('max_depth', 1, 9, step=1, log=False)：1～9の等差数列から選択

• suggest_discrete_uniform('eta', 0.025, 0.5, 0.001)：0.025～0.5の等差数列（0.001刻み）から選択

• suggest_uniform('eta', 0.025, 0.5)：0.025～0.5の連続値から選択

• suggest_loguniform('min_child_weight', 0.1, 10)：np.log(0.1)～np.log(10)の連続値から選択



パラメータチューニング： optuna
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SEED          = 777

N_FOLDS       = 4

CV_RESULT_DIR = 'C:¥py'

study = optuna.create_study(direction='minimize') # 'maximize'

study.optimize(objective, n_trials=300, timeout=10000)

trial = study.best_trial

print('Number of finished trials: ', len(study.trials))

print('Best trial:')

print('  Value: {}'.format(trial.value))

print('  Params: ')

for key, value in trial.params.items():

print('  {}: {}'.format(key, value))

N_ESTIMATORS = trial.user_attrs['n_estimators']

print('  Number of estimators: {}'.format(N_ESTIMATORS))

# 最適なパラメータ
study.best_params

• https://optuna.readthedocs.io/en/stable/

• https://github.com/optuna/optuna
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# 前頁 ⇒ Permutation Importance（RMSEの差>0）⇒ 再度 optuna 後

params = {'booster': 'gbtree',
'objective': 'reg:squarederror',
'eta': 0.02970034259186664,
'max_depth': 3,
'min_child_weight': 0.002604369914682461,
'colsample_bytree': 0.6007162951331511,
'colsample_bylevel': 0.41770396817930583,
'subsample': 0.8182371855321625,
'gamma': 2.2678145154092127e-09,
'alpha': 1.8996174650465632e-06,
'lambda': 1.8530721142288748e-07,
'grow_policy': 'lossguide',
'random_state': 777
}

# xgboost 用のデータ構造に変換
dtrain = xgb.DMatrix(train_x, label=train_y)
dtest = xgb.DMatrix(test_x)

# ハイパーパラメータの設定、学習の実行、予測、提出用データ
num_round = N_ESTIMATORS
model     = xgb.train(params, dtrain, num_round)
pred = np.expm1(model.predict(dtest))
out       = pd.DataFrame({'Id':id, 'SalePrice':pred})
out.to_csv('C:/py/housing/submission.csv',index=False)

kaggle のコンペの
score: 0.12416



import pandas as pd
from   pycaret.regression import *

# train.csv と test.csv の読み込み
train_data = pd.read_csv('C:/py/housing/train.csv', header=0)
test_data = pd.read_csv('C:/py/housing/test.csv',  header=0)

# 初期設定
demo = setup(data=train_data, target='SalePrice', 

normalize=True, transformation=True, transformation_method='yeo-johnson', 
transform_target=True, remove_outliers=True, remove_multicollinearity=True,
ignore_low_variance=True, combine_rare_levels=True)

# 各モデルの比較
compare_models()

# 上位4つのモデル
bayesian_ridge = create_model('br')
huber = create_model('huber')
ridge = create_model('ridge')
cat_boost = create_model('catboost')

# パラメータ・チューニング
bayesian_ridge = tune_model(bayesian_ridge)
huber = tune_model(huber)
ridge = tune_model(ridge)
cat_boost = tune_model(cat_boost)

# アンサンブル
blender = blend_models(estimator_list=[bayesian_ridge, huber, ridge, cat_boost])

# 最終モデルの構築・予測
model = finalize_model(blender)
predictions = predict_model(model, data=test_data)

# 結果の出力
out = pd.DataFrame({'Id':predictions['Id'], 'SalePrice':predictions['Label']})
out.to_csv('C:/py/housing/submission.csv',index=False)

自動で機械学習： pycaret
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説明変数の処理①
• MSSubClass: The building class

数値（20、30、40、・・・）だが中身はカテゴリ、欠測なし、大小関係はなさそうなので one-hot 
encoding、150 は 0 例なので除く

• MSZoning: The general zoning classification
カテゴリ（ 'RH' 'C (all)' 'RM' 'FV' 'RL' ）、 test.csv で 4 例欠測、価格順に label encoding
（欠測は 'RL' で補完）

• LotFrontage: Linear feet of street connected to property
数値、欠測多数、外れ値 4 個ほど、中央値で補完？

• LotArea: Lot size in square feet
数値、欠測なし、外れ値 4 個ほど

• Street: Type of road access
カテゴリ（ 'Pave' 'Grvl' 、ほぼ全てが Pave ）、欠測なし

• Alley: Type of alley access
カテゴリ（ 'Pave' 'Grvl' ）、大半が欠測（No alley access を表す）

• LotShape: General shape of property
カテゴリ（ 'Reg' 'IR1' 'IR2' 'IR3' ）、欠測なし、価格順に label encoding

• LandContour: Flatness of the property
カテゴリ（ 'Lvl' 'Bnk' 'Low' 'HLS' 、ほぼ全てが 'Lvl' ）、欠測なし

• Utilities: Type of utilities available
カテゴリ（ 'AllPub' 'NoSeWa' 、ほぼ全てが 'AllPub' ）、欠測 2 例

• LotConfig: Lot configuration
カテゴリ（ 'Inside' 'FR2' 'Corner' 'CulDSac' 'FR3' 、多くが Inside ）、欠測なし
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説明変数の処理②
• LandSlope: Slope of property

カテゴリ（ 'Gtl' 'Mod' 'Sev'、大半が 'Gtl' ）、欠測なし

• Neighborhood: Physical locations within Ames city limits
カテゴリ多数、欠測なし、価格の小さい順から 6 カテゴリに変換 ⇒ Neighborhood_N に

• Condition1: Proximity to main road or railroad
カテゴリ多数、大半が 'Norm' 、欠測なし

• Condition2: Proximity to main road or railroad (if a second is present) 
カテゴリ多数、大半が 'Norm' 、欠測なし

• BldgType: Type of dwelling
カテゴリ（ '1Fam' '2fmCon' 'Duplex' 'TwnhsE' 'Twnhs'、大半が '1Fam' ）、欠測なし

• HouseStyle: Style of dwelling
カテゴリ（'2Story' '1Story' '1.5Fin' '1.5Unf' 'SFoyer' 'SLvl' '2.5Unf' '2.5Fin'）、欠測なし

• OverallQual: Overall material and finish quality
数値、欠測なし、価格との相関高し

• OverallCond: Overall condition rating
数値、欠測なし

• YearBuilt: Original construction date
数値、欠測なし、価格との相関高し

• YearRemodAdd: Remodel date
数値、欠測なし、価格との相関高し、"same as construction date if no remodeling or additions"
ということなので YearBuilt との相関も高い（ r = 0.612235 ）
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説明変数の処理③
• RoofStyle: Type of roof

カテゴリ（ 'Gable' 'Hip' 'Gambrel' 'Mansard' 'Flat' 'Shed'、大半が'Gable' 又は 'Hip' ）、 'Gable' 'Hip'
'それ以外' で label encoding

• RoofMatl: Roof material
カテゴリ（ 'CompShg' 'WdShngl' 'Metal' 'WdShake' 'Membran' 'Tar&Grv' 'Roll' 'ClyTile'、大半が
'CompShg'）、欠測なし

• Exterior1st: Exterior covering on house
カテゴリ多数、 test.csv で 1 例欠測、近い価格である程度まとめてから label encoding
（欠測は 'VinylSd' で補完）

• Exterior2nd: Exterior covering on house (if more than one material)
カテゴリ多数、 test.csv で 1 例欠測、近い価格である程度まとめてから label encoding
（欠測は 'VinylSd' で補完）

• MasVnrType: Masonry veneer type
カテゴリ（ 'BrkFace' 'None' 'Stone' 'BrkCmn' nan ）、欠測 24 例、 'BrkCmn' と 'None' をまとめた後、
label encoding （欠測も 1 つのカテゴリとして扱う）

• MasVnrArea: Masonry veneer area in square feet
数値、欠測 23 例、外れ値 4 個ほど、 中央値で補完？

• ExterQual: Exterior material quality
カテゴリ（ 'Gd' 'TA' 'Ex' 'Fa' ）、欠測なし、 label encoding

• ExterCond: Present condition of the material on the exterior
カテゴリ（ 'TA' 'Gd' 'Fa' 'Po' 'Ex' ' ）、欠測なし

• Foundation: Type of foundation
カテゴリ多数、 欠測なし、近い価格である程度まとめてから label encoding

• BsmtQual: Height of the basement
カテゴリ多数、 欠測多数、近い価格である程度まとめてから label encoding（欠測は 'Fa'） 71

赤：関連あり、橙：関連ありそう、黒：関連なさそう



説明変数の処理④
• BsmtCond: General condition of the basement

カテゴリ多数、欠測多数

• BsmtExposure: Walkout or garden level basement walls
カテゴリ（ 'No' 'Gd' 'Mn' 'Av'）、欠測多数、 'Mn' と 'Av'をまとめた後、 label encoding （欠測も 1 つの
カテゴリとして扱う）

• BsmtFinType1: Quality of basement finished area
カテゴリ多数、欠測多数、近い価格である程度まとめて label encoding （欠測も 1 つのカテゴリ）

• BsmtFinSF1: Type 1 finished square feet
数値、欠測 1 例、外れ値 1 個、 中央値で補完？

• BsmtFinType2: Quality of second finished area (if present)
カテゴリ多数（大半が 'Unf'）、欠測多数

• BsmtFinSF2: Type 2 finished square feet
数値、欠測 1 例、外れ値 1 個？

• BsmtUnfSF: Unfinished square feet of basement area
数値、欠測 1 例、 中央値で補完？

• TotalBsmtSF: Total square feet of basement area
数値、欠測 1 例、外れ値 1 個、 中央値で補完？

• Heating: Type of heating
カテゴリ（'GasA' 'GasW' 'Grav' 'Wall' 'OthW' 'Floor'）、大半が 'GasA' 、欠測なし

• HeatingQC: Heating quality and condition
カテゴリ（ 'Ex' 'Gd' 'TA' 'Fa' 'Po' ）、欠測なし、 label encoding 
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説明変数の処理⑤
• CentralAir: Central air conditioning

カテゴリ（ 'Y' 'N' 、大半が 'Y' ）、欠測なし

• Electrical: Electrical system
カテゴリ（ 'SBrkr' 'FuseF' 'FuseA' 'FuseP' 'Mix' 、大半が 'SBrkr' ）欠測 1 例、近い価格である程度
まとめてから label encoding （欠測は 'SBrkr' で補完）

• 1stFlrSF: First Floor square feet
数値、欠測なし、外れ値 1 個

• 2ndFlrSF: Second floor square feet
数値、欠測なし

• LowQualFinSF: Low quality finished square feet (all floors)
数値、欠測なし、大半が 0

• GrLivArea: Above grade (ground) living area square feet
数値、欠測なし、外れ値 2 個

• BsmtFullBath: Basement full bathrooms
数値に見えるが 0、1、2、3 の 4 カテゴリとみなした方がよい?、欠測 2 例

• BsmtHalfBath: Basement half bathrooms
数値に見えるが 0、1、2 の 3 カテゴリとみなした方がよい? 、 欠測 2 例、大半が 0

• FullBath: Full bathrooms above grade
数値に見えるが 0、1、2、3、4 の 5 カテゴリとみなした方がよい? 、欠測なし、価格の小さい順から
3 カテゴリに変換

• HalfBath: Half baths above grade
数値に見えるが 0、1、2 の 3 カテゴリとみなした方がよい? 、欠測なし、価格の小さい順から
2 カテゴリに変換
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説明変数の処理⑥
• BedroomAbvGr: Number of bedrooms above basement level

数値、欠測なし

• KitchenAbvGr: Number of kitchens
数値に見えるが 0、1、2 の 3 カテゴリとみなした方がよい? 、欠測なし

• KitchenQual: Kitchen quality
カテゴリ（ 'Gd' 'TA' 'Ex' 'Fa' ）、 test.csv で 1 例欠測、label encoding （欠測は 'TA' にて補完）

• TotRmsAbvGrd: Total rooms above grade (does not include bathrooms)
数値、欠測なし

• Functional: Home functionality rating
カテゴリ（'Typ' 'Min1' 'Maj1' 'Min2' 'Mod' 'Maj2' 'Sev'）、 test.csv で 2 例欠測

• Fireplaces: Number of fireplaces
数値に見えるが 0、1、2、3、4 の 5 カテゴリとみなした方がよい? 、欠測なし、価格の小さい順から
3 カテゴリに変換

• FireplaceQu: Fireplace quality
カテゴリ（'TA' 'Gd' 'Fa' 'Ex' 'Po'）、欠測多数、価格の小さい順から 3 カテゴリに変換（欠測は
'Po'=Poor に近い？という仮定で 'Po' に）

• GarageType: Garage location
カテゴリ（'Attchd' 'Detchd' 'BuiltIn' 'CarPort' 'Basment' '2Types'）、欠測多数、one-hot encoding
（欠測はガレージが無いという意味なので、欠測も 1 つのカテゴリ）

• GarageYrBlt: Year garage was built
数値、欠測多数、2207 年というデータがあるが、他の変数の値より 2007 年と判断（置換）

• GarageFinish: Interior finish of the garage
カテゴリ（'RFn' 'Unf' 'Fin'）、欠測多数、価格の小さい順から label encoding 
（欠測はガレージが無いという意味なので、欠測も 1 つのカテゴリ）
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説明変数の処理⑦
• GarageCars: Size of garage in car capacity

数値に見えるが 0、1、2、3、4、5 の 6 カテゴリとみなした方がよい? 、 test.csv で 1 例欠測、
価格の小さい順から 4 カテゴリに変換、欠測は放置

• GarageArea: Size of garage in square feet
数値、 test.csv で 1 例欠測、 中央値で補完？

• GarageQual: Garage quality
カテゴリ（'TA' 'Fa' 'Gd' 'Ex' 'Po'、大半が 'TA'）、欠測多数（欠測はガレージなしを表す）、Ex より TA
や Gd の方が価格が高いのが変なので使用せず

• GarageCond: Garage condition
カテゴリ（'TA' 'Fa' nan 'Gd' 'Po' 'Ex' 、大半が 'TA' ）、欠測多数（欠測はガレージなしを表す） 、Ex 
より TA や Gd の方が価格が高いのが変なので使用せず

• PavedDrive: Paved driveway
カテゴリ（'Y' 'N' 'P'）、欠測なし、価格の小さい順から 3 カテゴリに変換

• WoodDeckSF: Wood deck area in square feet
数値、欠測なし

• OpenPorchSF: Open porch area in square feet
数値、欠測なし

• EnclosedPorch: Enclosed porch area in square feet
数値、欠測なし

• 3SsnPorch: Three season porch area in square feet
数値、欠測なし

• ScreenPorch: Screen porch area in square feet
数値、欠測なし
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説明変数の処理⑧
• PoolArea: Pool area in square feet

数値、欠測なし

• PoolQC: Pool quality
カテゴリ、大半が欠測（「無し」を意味する）

• Fence: Fence quality
カテゴリ、大半が欠測（「無し」を意味する）

• MiscFeature: Miscellaneous feature not covered in other categories
カテゴリ、大半が欠測（「無し」を意味する）

• MiscVal: $Value of miscellaneous feature
数値、欠測なし

• MoSold: Month Sold
数値に見えるが 1、2、・・・、12 の 12 カテゴリとみなした方がよい?、欠測なし

• YrSold: Year Sold
数値に見えるが 2006、2007、2008、2009、2010 の 5 カテゴリとみなした方がよい?、欠測なし

• SaleType: Type of sale
カテゴリ（ 'WD' 'New' 'COD' 'ConLD' 'ConLI' 'CWD' 'ConLw' 'Con' 'Oth' ）、 test.csv で 1 例欠測、
label encoding （欠測は 'WD' にて補完）

• SaleCondition: Condition of sale
カテゴリ（'Normal' 'Abnorml' 'Partial' 'AdjLand' 'Alloca' 'Family'）、欠測なし、 one-hot encoding

76

赤：関連あり、橙：関連ありそう、黒：関連なさそう



メニュー

• データの準備、XGBoost の概要

• 連続データの回帰問題

• 前処理の例 → とりあえず予測

• 目的変数の分布の確認、説明変数の前処理

• 説明変数の選択・作成

• 説明変数の選択・作成 【やり直し】

• パラメータチューニング

• その他

※ 本資料では、普通の python を python、Google Colaboratory を Colab と略記
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